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Índice general

Resumen . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . I

1. Introducción 1

1.1. Estimación en poblaciones finitas . . . . . . . . . . . . . . . . . . . . . . . . 1

1.2. Diseño muestral . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 2

1.3. Estimador Horvitz-Thompson . . . . . . . . . . . . . . . . . . . . . . . . . . 3

1.3.1. Muestreo Bernoulli . . . . . . . . . . . . . . . . . . . . . . . . . . . . 8

1.3.2. Muestreo aleatorio simple sin reemplazo . . . . . . . . . . . . . . . . 9

1.3.3. Muestreo aleatorio simple con reemplazo . . . . . . . . . . . . . . . . 11

1.3.4. Muestreo con probabilidad proporcional al tamaño con reemplazo . 12

1.3.5. Muestreo con probabilidad proporcional al tamaño sin reemplazo . . 13
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Resumen

Actualmente la utilización de encuestas por muestreo es de uso habitual en los organis-
mos oficiales de estad́ıstica para estimar diversos aspectos relativos a la población, como ser
la situación, evolución y futuro de la misma.

El muestreo consiste en la obtención de elementos al azar de una población para estimar
determinadas caracteŕısticas de ésta cuando no es posible efectuar dicho estudio para cada
elemento del universo, es decir cuando no es factible la realización de un Censo de población.

Al analizar cualquier estimación proveniente de una muestra, se necesita saber o apro-
ximar con cierto nivel de confianza cuánto ajusta nuestra estimación al verdadero valor en
la población.

Para comenzar, en el Caṕıtulo 1 haremos una introducción a los aspectos fundamentales
del muestreo, presentaremos el estimador Horvitz Thompson para el total de una variable de
interés, su varianza y su respectivo estimador insesgado para diferentes diseños de muestreo.
En el Caṕıtulo 2 se mostrará el funcionamiento del método Bootstrap para poblaciones infi-
nitas, el estimador bootstrap de la varianza e intervalos de confianza para dicha estimación.
En el Caṕıtulo 3, transladaremos la idea del método Bootstrap de poblaciones infinitas a
poblaciones finitas, que consiste básicamente en la generación de una población a partir
de los datos de la muestra observada. De esta población artificial, se extraen B remuestras
bootstrap independientes para las cuales se realiza la estimación deseada. Si la cantidad de
remuestras es lo suficientemente grande, la distribución del estimador en la muestra boots-
trap se interpreta como un estimador de la distribución de muestreo del estad́ıstico en la
muestra original. También se discute cual dedeŕıa ser el tamaño de las muestras bootstrap
para que el estimador de la varianza bootstrap cumpla la condición de ser insesgado bajo
los distintos métodos de muestreo.

En el Caṕıtulo 4 detallaremos el método Bootstrap balanceado, utilizados por muchos
organismos de estad́ıstica, ya que consiste en la generación aleatoria de pesos bootstrap que
son incluidos en la base de datos de las encuestas para que el usuario pueda, a partir de
ellos, realizar una estimación y estimar su error.

Finalmente en el Caṕıtulo 5, a partir de una base de datos real que tomaremos como
nuestra población U , realizaremos la simulación de las muestras para los diferentes diseños
de muestreo, estimaremos el total de desempleados de la población y a partir del método
bootstrap, su estimación de la varianza.
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Caṕıtulo 1

Introducción

El muestreo en poblaciones finitas o encuesta por muestreo surge como consecuencia de la
dificultad de medir la totalidad de los individuos y consiste en la selección de una parte de los
elementos de una población, con el objetivo de sacar conclusiones de ciertas caracteŕısticas
de la misma. En este sentido, el muestreo es de suma importancia en la estad́ıstica oficial.
Asimismo, como ventaja frente a la enumeración completa de una población estad́ıstica de
interés y a los inconvenientes de una pérdida de exactitud en las conclusiones, el muestreo,
evidencia una reducción de los costos impĺıcitos y del tiempo empleado en éste y en el análisis
de los datos. Con el propósito de hacer muestreo más eficiente se desarrolla un campo de
investigación conocido como “teoŕıa de muestreo” que pretende mejorar los métodos para
obtener estimaciones suficientemente precisas para el propósito deseado.

Esta estimación se realiza mediante una función de los valores contenidos en la muestra,
que se denomina estimador y, mientras estemos obteniendo la muestra bajo el muestreo
probabiĺıstico, es decir mientras la probabilidad de seleccionar un elemento de la población
se conozca o pueda calcularse, esta función es una variable aleatoria. El procedimiento por
el cual se selecciona una muestra de unidades de la población se llama diseño muestral de
probabilidad o plan muestral de probabilidad, el cual queda determinado asignando a cada
posible muestra s ⊂ U la probabilidad P (s) de seleccionarla.

1.1. Estimación en poblaciones finitas

Una población finita U de tamaño N va a ser un conjunto finito de unidades distintas,
que pueden ser numerados como

U = {1, . . . , N}.

Sobre esta población nos interesará una cierta caracteŕıstica y, o sea, para cada k ∈ U , se
define yk al valor que toma la variable y en el elemento de la población k, también llamados
datos poblacionales.

Llamaremos muestra s de tamaño n a un subconjunto de n unidades de la población
U . En lo que sigue, nos centramos en el problema básico de hacer inferencia de una función
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2 INTRODUCCIÓN

de interés de los yk, llamado parámetro Θ = f (y1, . . . , yN ), a partir de la observación de
una muestra seleccionada de acuerdo a un diseño muestral P (S), donde denotamos por S al
conjunto formado por todas las muestras extráıdas mediante un procedimiento de muestreo
determinado. En general la inferencia incluirá la construcción de un intervalo de confianza,
o la estimación de alguna medida de precisión, como la varianza del estimador.

Esto implica tres pasos esenciales: elección del diseño muestral, elección del estimador
y elección de un estimador de la varianza o construcción de intervalos de confianza.

1.2. Diseño muestral

Como dećıamos anteriormente, mediante muestreo probabiĺıstico, es posible asignar a
cada muestra una probabilidad conocida de ser seleccionada, de manera que podemos cons-
truir una función P definida en el conjunto de todas las muestras S que toma valores en el
intervalo [0, 1] (P (.) : S −→ [0, 1]) y además cumple

∑
s⊂U

P (s) = 1.

Por lo tanto un diseño muestral P (S) es una distribución de probabilidad sobre todas
las muestras posibles.

Dada una población y dado un diseño muestral determinado, para cualquier muestra
s ∈ S, un elemento k de la población puede pertenecer o no a dicha muestra. Para representar
la pertenencia o no del elemento k, se define la variable indicador de pertenencia Ik : S −→
{0, 1} por:

Ik(s) =


1 si k ∈ s

0 si k /∈ s

por lo tanto, Ik es una variable aleatoria definida sobre S y su distribución de probabilidad
viene dada por

P (Ik = 1) =
∑
s: k∈s

p (s) = πk

P (Ik = 0) = 1− πk.

Definimos la probabilidad de inclusión de primer orden πk, a la probabilidad de que el
elemento k de la población este incluido en la muestra elegida, o sea

πk = E (Ik) =
∑
s: k∈s

p (s) .
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Por otro lado la probabilidad de inclusión de segundo orden πkl indica la probabilidad
de que la muestra elegida contenga simultameamente los elementos k y l

πkl = E (IkIl) =
∑
k,l∈s

p (s) .

Más adelante veremos algunos ejemplos de diseño. A partir de las probabilidades de
inclusión de primer y segundo orden, podemos definir la matriz del diseño muestral como
la siguiente matriz simétrica

π = (πkl)1≤k,l≤N

donde πkk = πk. Observemos además que la covarianza entre dos variables indicadoras se
define:

∆kl = Cov (Ik, Il) = E (IkIl)− E (Ik)E (Il)
= πkl − πkπl.

Propiedad: Si el tamaño muestral es fijo, n, entonces se cumple

1.
∑

k∈U πk = n

2.
∑

l∈U πkl = nπk

Dem:

1.
∑

k∈U Ik = n ⇒ n =
∑

k∈U E(Ik) =
∑

k∈U πk

2. ∑
k∈U ∆kl =

∑
k∈U

E(IkIl)−
∑
k∈U

E(Ik)E(Il)

= E((
∑
k∈U

Ik︸ ︷︷ ︸
n

)Il)− E(Il)E(
∑
k∈U

Ik︸ ︷︷ ︸
n

)

= 0

⇒
∑
k∈U

πkl =
∑
k∈U

πkπl = nπl

1.3. Estimador Horvitz-Thompson

Cualquier función de la variable de interés sobre los elementos de la población se deno-
mina parámetro poblacional o simplemente parámetro y lo representamos por θ. A partir de
los datos observados sobre las unidades extráıdas de una muestra de la población podemos
construir funciones matemáticas que nos van a ayudar a estimar el valor del parámetro
poblacional desconocido.
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Recordemos que un estad́ıstico es una función de las observaciones de la variable objetivo
sobre los elementos de una muestra. Si este estad́ıstico se utiliza para estimar un parámetro,
se denomina estimador y lo representamos por θ̂.

De ahora en más, por cuestiones de notación, llamaremos (Y1, . . . , YN ) a los valores
observados de la variable para los elementos de la población y (y1, . . . , yn) representarán los
valores de la variable de interés en un subconjunto de la población U que llamamos muestra.

Por lo general a uno le interesa estimar el total de la variable de la población o la media
poblacional con lo cual los parámetros poblacionales seŕıan

Y =
∑
k∈U

Yk

y

Y =
1

N

∑
k∈U

Yk

respectivamente.

Definición: El estimador Horvitz-Thompson (H-T) de Y es

ŶHT =
∑
k∈s

yk
πk

también se denomina π-estimador y el estimador de la media poblacional Y es

Ŷ HT =
1

N

∑
k∈s

yk
πk
.

El estimador H-T es un estimador directo y no hace uso de ninguna información auxiliar,
es decir, utiliza únicamente para su cálculo la información obtenida en la muestra y los pesos
de muestreo. Observar que cuanto mayor es la probabilidad de selección, πk, de la unidad
k de la muestra s, menos peso se le da a el dato yk correspondiente, de ésta manera utiliza
la probabilidad para ponderar las respuestas en la estimación del total. Dado un estimador
se espera que verifique dos propiedades importantes, una de estas se denomina insesgadez
y la otra es que los valores del estimador no se alejen del verdadero valor del parámetro
poblacional.

Definición: Sea θ̂ un estimador del parámetro poblacional θ. Se define la Esperanza
de dicho estimador como la esperaza de la variable aleatoria θ̂

E
(
θ̂
)

=
∑
t∈R

tP
(
θ̂ = t

)
donde R representa el conjunto de todos los valores posibles del estimador, o sea la imagen
de θ̂ a través de los elementos de S.

Definición: El estimador θ̂ es insesgado para el parámetro poblacional θ si E
(
θ̂
)

= θ

para todo valor del vector Y .
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En el caso en que E
(
θ̂
)

no es igual a θ se dice que el estimador θ̂ es sesgado con respecto

a θ. La magnitud de este sesgo en θ̂ viene dado por

B
(
θ̂
)

= E
(
θ̂
)
− θ

El cociente RB
(
θ̂
)

=
B(θ̂)
θ , se denomina sesgo relativo del estimador θ̂.

Propiedad: El estimador H-T es insesgado de Y , si πk > 0 ∀k ∈ U .

Dem:

E
(
ŶHT

)
= E

(∑
k∈s

yk
πk

)
= E

(∑
k∈U

Yk
πk
Ik

)
=

∑
k∈U

Yk
πk
E (Ik) =

∑
k∈U

Yk
πk
πk

=
∑
k∈U

Yk = Y .

Definición: Se define la varianza de θ̂ y se la denota por V ar
(
θ̂
)

, a la siguiente

expresión

V ar
(
θ̂
)

= E
(
θ̂ − E

(
θ̂
))2

=
∑

t∈R

(
t− E

(
θ̂
))2

P
(
θ̂ = t

)
= E

(
θ̂2
)
− E

(
θ̂
)2
.

Es decir, la varianza es una medida que cuantifica la concentración de las estimaciones
alrededor de su valor medio.

Propiedad: La varianza del estimador H-T es

V ar
(
ŶHT

)
=

N∑
i=1

N∑
j=1

(πij − πiπj)
Yi
πi

Yj
πj
.

Dem:
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V ar
(
ŶHT

)
= E

(
Ŷ 2
HT

)
− E

(
ŶHT

)2

= E

( N∑
i=1

Ii
Yi
πi

)2
− E( N∑

i=1

Ii
Yi
πi

)2

= E

 N∑
i=1

N∑
j=1

IiIj
Yi
πi

Yj
πj

− E( N∑
i=1

Ii
Yi
πi

)2

=
N∑
i=1

N∑
j=1

(
πij

Yi
πi

Yj
πj

)
−

(
N∑
i=1

πi
Yi
πi

)2

=

N∑
i=1

N∑
j=1

(πij − πiπj)
Yi
πi

Yj
πj
.

Si el tamaño de la muestra es fijo se puede ver que

V ar
(
ŶHT

)
= −1

2

N∑
i=1

N∑
j=1

(πij − πiπj)
(
Yi
πi
− Yj
πj

)2

y se puede ver también que esta expresión es equivalente a

V ar(ŶHT ) =
N∑
i=1

N∑
j>i

(πiπj − πij)
(
Yi
πi
− Yj
πj

)2

.

Definición: Dado un estimador θ̂ se define el error de muestreo o error de estimación
del estimador, σ como su desviación t́ıpica, es decir, la ráız cuadrada de su varianza. Por lo
tanto,

σ
(
θ̂
)

= +

√
V ar

(
θ̂
)
.

En muchas ocasiones, la varianza y el error muestral del estimador θ̂ no son prácticos
de calcular, hasta incluso imposible, debido a que sus valores dependen de los valores de la
variable en estudio para todos los miembros de la población y generalmente estos datos no

están disponibles. Por lo que es necesario estimar los valores V ar
(
θ̂
)

y σ
(
θ̂
)

a partir de los

datos muestrales. Sus estimadores se denotan V̂ ar
(
θ̂
)

y σ̂
(
θ̂
)

, donde σ̂
(
θ̂
)

, denominado

estimación del error estándar del estimador θ̂, es la ráız cuadrada positiva de V̂ ar
(
θ̂
)

. De

este modo,

σ̂
(
θ̂
)

= +

√
V̂ ar

(
θ̂
)
.
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Propiedad: En el caso particular del estimador H-T el estimador de la varianza tiene
la siguiente forma

V̂ ar
(
ŶHT

)
=

n∑
i=1

n∑
j=1

(πij − πiπj)
πij

yi
πi

yj
πj

que será un estimador insesgado de la varianza del estimador H-T si πij > 0 para todo
i, j ∈ {1, . . . , n}.

Si el plan es de tamaño fijo,

V̂ ar
(
ŶHT

)
= −1

2

n∑
i=1

n∑
j=1

(πij − πiπj)
πij

(
yi
πi
− yj
πj

)2

que también será un estimador insesgado siempre que πij > 0 para todo i, j ∈ {1, . . . , n}.
Se puede ver que la siguiente expresión es equivalente al estimador insesgado de la varianza
para un plan de tamaño fijo

V̂ ar(ŶHT ) =
n∑
i=1

n∑
j>i

(πiπj − πij)
πij

(
yi
πi
− yj
πj

)2

.

Definición: Se define el error relativo de muestreo o coeficiente de variación del esti-
mador θ̂ como el cociente entre su desviación t́ıpica y su valor esperado. Su expresión viene
dada por

CV
(
θ̂
)

=
σ
(
θ̂
)

E
(
θ̂
)

a diferencia del error de muestreo, es una medida adimensional lo que nos va a permitir
comparar estimadores entre śı sin tener en cuenta las unidades de medida.

Definición: Se define el error cuadrático medio ECM
(
θ̂
)

como la diferencia entre el

estimador y lo que se estima . Su expresión viene dada por,

ECM
(
θ̂
)

= E[
(
θ̂ − θ

)2
]

=
∑

t∈R (t− θ)2 P
(
θ̂ = t

)
.

El error cuadrático medio y la varianza muestral se relacionan mediante la siguiente
expresión

ECM
(
θ̂
)

= σ
(
θ̂
)2

+B
(
θ̂
)2
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donde B
(
θ̂
)

es el sesgo del estimador θ̂. De este modo para un estimador insesgado, el

error cuadrático medio y la varianza de un estimador son equivalentes.

1.3.1. Muestreo Bernoulli

Un diseño extremadamente simple es el Muestreo Bernoulli (BE). Dado un orden de
los elementos del universo U = 1, . . . , N , sea π una constante fija tal que 0 < π < 1 y
sean ε1, ε2, . . . , εN distribúıdos uniformemente en el (0, 1) (∼ Unif(0, 1)) independientes.
La selección o no del k-ésimo elemento es debido por la siguiente regla: si εk < π entonces
el elemento es seleccionado, en otro caso no (k = 1, . . . , N). Claramente la probabilidad de
selección de primer orden para el elemento k es

πk = P (εk < π) = π ∀k ∈ [1, . . . , N ]

y para cada k 6= l los eventos, k es seleccionado y l es seleccionado son independientes por
lo que las probabilidades de segundo orden cumplen

πkl = πkπl ∀k, l ∈ [1, . . . , N ] k 6= l.

Por lo tanto, si ns el tamaño de s, el diseño muestral obtenido, es

p(s) = π . . . π︸ ︷︷ ︸
nsveces

(1− π) . . . (1− π)︸ ︷︷ ︸
N−nsveces

= πns(1− π)N−ns .

En el muestreo Bernoulli ns no es el mismo para todas las muestras posibles, la proba-
bilidad de que la muestra aleatoria tenga exactamente tamaño ns esta dado por:

(
N

ns

)
πns(1− π)N−ns para ns = 0, . . . , N

entonces el tamaño de la muestra es binomialmente distribúıda, con E(ns) = Nπ y V (ns) =
Nπ(1− π).

Propiedad: Bajo el diseño BE el estimador H-T del total tiene la siguiente forma

ŶHT,BE =
1

π

∑
k∈s

yk

la varianza está dada por

V ar(ŶHT,BE) =

(
1

π
− 1

)∑
k∈U

Y 2
k

y un estimador insesgado para la varianza es
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V̂ ar(ŶHT,BE) =
1

π

(
1

π
− 1

)∑
k∈s

y2
k.

1.3.2. Muestreo aleatorio simple sin reemplazo

Un diseño muestral es aleatorio simple (MAS ) si todas las muestras de igual tamaño
tiene la misma probabilidad de ser seleccionadas.

Una de las maneras de llevar a cabo el muestreo aleatorio simple sin reemplazo (MAS
sr) es por medio del siguiente esquema:

1. Seleccionar el primer elemento con igual probabilidad, 1/N , sobre todos los miembros
de la población.

2. Seleccionar el segundo elemento con igual probabilidad, 1/(N − 1), sobre todos los
miembros de la población menos el que ya fue seleccionado.

...

n. Seleccionar el elemento n-ésimo con igual probabilidad, 1/(N −n+ 1), sobre todos los
miembros de la población que aún no fueron seleccionados.

Es decir, el diseño muestral es

p(s) =


(
N
n

)−1
si #s = n

0 si en caso contrario

donde

(
N

n

)
=

N !

n!(N − n)!

exactamente
(
N−1
n−1

)
muestras s incluyen al elemento k y exactamente

(
N−2
n−2

)
muestras s

incluyen los elementos k y l (con k 6= l). Entonces, la probabilidad de inclusión de primer
orden para todo k ∈ U viene dada por

πk =
∑
k∈s

p (s) =
∑
k∈s

(
N

n

)−1

=

(
N − 1

n− 1

)(
N

n

)−1

=
n

N
= f

donde f se llama fracción muestral y la probabilidad de inclusión de segundo orden para
todo k 6= l ∈ U viene dada por
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πkl =
∑
k,l∈s

p (s) =
∑
k,l∈s

(
N

n

)−1

=

(
N − 2

n− 2

)(
N

n

)−1

=
n(n− 1)

N(N − 1)
.

Luego tenemos,

∆kl = πkl − πkπl =


n(n−1)
N(N−1) −

n2

N2 = − n(N−n)
N2(N−1)

si k 6= l

n
N (1− n

N ) = n(N−1)
N2 si k = l

.

Bajo un diseño MAS sr se tiene que ŶHT,MASsr es un estimador insesgado de Y y tiene la
siguiente forma

ŶHT,MASsr =
∑
k∈s

yk
πk

=
∑
k∈s

yk
N

n
=
N

n

∑
k∈s

yk =
1

f

∑
k∈s

yk

Ŷ HT,MASsr =
1

N

∑
k∈s

yk
πk

=
1

N

∑
k∈s

yk
N

n
=

1

n

∑
k∈s

yk

y su varianza es

V ar
(
ŶHT,MASsr

)
= N2

n

(
1− n

N

)
S2

donde,

S2 =
1

2

1

N

1

N − 1

N∑
i=1

N∑
j=1

(Yi − Yj)2 =
1

N − 1

N∑
i=1

(Yi − Ȳ )2

entonces, el estimador de la varianza viene dado por

V̂ ar
(
ŶHT,MASsr

)
=
N2

n

(
1− n

N

)
s2

donde

s2 =
1

n− 1

n∑
i=1

(yi − ȳ)2

ȳ =
1

n

n∑
i=1

yi

frecuentemente
(
1− n

N

)
es llamado el término de corrección de la población finita. Este

término puede ser ignorado si el ratio muestral n
N es pequeño (≤ 0,05).
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1.3.3. Muestreo aleatorio simple con reemplazo

En un diseño de muestreo aleatorio simple con reemplazo (MAS cr) todas las muestras
tienen la misma probabilidad de ser selecionadas. La cantidad de muestra de tamaño n de
una población de tamaño N , teniendo en cuenta que es con reposición, es Nn. Por lo tanto
se tiene el siguiente diseño muestral

p(s) =

 (Nn)−1 si la cantidad de elementos en s = n

0 si en caso contrario

donde exactamente nNn−1 muestras s incluyen al elemento k y exactamente n2Nn−2 mues-
tras s incluyen a los elementos k y l (k 6= l), entonces las probabilidades de primer y segundo
orden de inclusión son respectivamente

πk =
∑
k∈s

p (s) =
∑
k∈s

(Nn)−1 = nNn−1(Nn)−1 =
n

N

y

πkl =
∑
k,l∈s

p (s) =
∑
k,l∈s

(Nn)−1 = n2Nn−2(Nn)−1 =
n2

N2

luego

∆kl = πkl − πkπl =


n2

N2 − n2

N2 = 0 si k 6= l

n
N −

n2

N2 = n
N

(
1− n

N

)
= f(1− f) si k = l

.

ŶHT,MAScr es un estimador insesgado de Y y tiene la siguiente forma

ŶHT,MAScr =
∑
k∈s

yk
πk

=
∑
k∈s

yk
N

n
=
N

n

∑
k∈s

yk =
1

f

∑
k∈s

yk

Ŷ HT,MAScr =
1

N

∑
k∈s

yk
πk

=
1

N

∑
k∈s

yk
N

n
=

1

n

∑
k∈s

yk

y su varianza es

V ar
(
ŶHT,MAScr

)
= N2

n σ
2

donde,
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σ2 =
1

N

N∑
i=1

(Yi − Ȳ )2

entonces, el estimador de la varianza viene dado por

V̂ ar
(
ŶHT,MAScr

)
=
N2

n
s2

donde

s2 =
1

n− 1

n∑
i=1

(yi − ȳ)2.

Notemos que s2 es un estimador insesgado de S2 y de σ2.

1.3.4. Muestreo con probabilidad proporcional al tamaño con reemplazo

A diferencia del muestreo aleatorio simple (MAS ), las distintas muestras obtenidas a
partir del diseño con probabilidad proporcional al tamaño (pps) no tienen la misma proba-
bilidad de ser seleccionadas.

Se dispone de una variable auxiliar X, donde se supone que sus valores son conocidos
para toda la población, X = (X1, . . . , XN ). En lo que sigue veremos uno de los posibles
métodos de selección de este diseño.

Sea tX =
∑N

i=1Xi y supongamos que se tiene una lista ordenada de los elementos de la
población. Se define los totales acumulados de la variable X de la siguiente manera

ta1 = X1

ta2 = X1 +X2

... =
...

taN = tX .

Se toma un número aleatorio r, (0 < r ≤ tX) y se elige el elemento i-ésimo de la población
si tai−1 < r ≤ tai =⇒ pi = probabilidad de seleccionar el elemento i como primer elemento =
Xi
tX

. Luego para seleccionar una muestra de tamaño n se repite este procedimiento n veces.

Entonces la probabilidad de inclusión de primer orden y segundo orden vienen dados
respectivamente por

πk = npk =
nXk

tX
y
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πkl = πkπl =
nXk

tX

nXl

tX
=

(
n

tX

)2

XkXl.

Luego para un diseño pps el estimador del total queda dado por

ŶHT,pps =
∑
k∈s

yk
πk

=
∑
k∈s

yk
npk

y su varianza y estimador insesgado de la varianza quedan respectivamente

V ar(ŶHT,pps) =
1

n

N∑
k=1

pk(Zk − Y )2

y

V̂ ar(ŶHT,pps) =
1

n(n− 1)

n∑
k=1

(zk − ŶHT,pps)2

donde

Zk =
Yk
pk

con k = (1, . . . , N)

y

zk =
yk
pk

con k = (1, . . . , n).

Recordemos que los Yk representa un valor de la variable de interés en el elemento k de la
población, miestras que yk representa un valor de la variable de interés en el elemento k de
la muestra.

1.3.5. Muestreo con probabilidad proporcional al tamaño sin reemplazo

Este método de selección, al igual que el método anterior, dispone de las probabilidades
de selección de primer orden proporcionales a una variable de tamaño auxiliar X

πk =
nXk

tX

donde tX =
∑

U Xk.

La ventaja de los métodos sin reemplazo es que, generalmente, son más eficientes y preci-
san menor tamaño de muestra para cometer el mismo error que los métodos con reemplazo.
Pero estos métodos suelen ser más complicados ya que no tienen una expresión simple para
las probabilidades de inclusión de segundo orden.
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Luego para la estimación del total Y de una variable de interés se tiene la expresión
clásica de la varianza

V ar(ŶHT,πps) =

N∑
i=1

N∑
j>i

(πiπj − πij)
(
Yi
πi
− Yj
πj

)2

.

y su estimador insesgado viene dado por

V̂ ar(ŶHT,πps) =

n∑
i=1

n∑
j>i

(πiπj − πij)
πij

(
yi
πi
− yj
πj

)2

.

1.3.6. Muestreo Sistemático

Nos concentraremos en el muestreo sistemático (SI) en su forma básica. Tenemos un
universo de N elementos en una lista, se elige un número entero a tal que N = na+c donde
c es un entero que cumple 0 ≤ c < a y con igual probabilidad seleccionamos aleatoriamente
un elemento r donde r ∈ {1, 2, . . . , a}. El número entero positivo a se fija de antemano y se
llama el intervalo de muestreo.

La muestra finalmente queda

s =

{
{r, r + a, r + 2a, . . . , r + (n− 1)a} = sr si c < r ≤ a
{r, r + a, r + 2a, . . . , r + na} = sr si 1 ≤ r ≤ c

y por lo tanto el tamaño de la muestra queda determinada por:

ns =

{
n si c < r ≤ a
n+ 1 si 1 ≤ r ≤ c .

El conjunto de las posibles muestras, denotado por S, consiste de los a diferentes con-
juntos que pueden ser obtenidos

S = {s1, . . . , sa} .

El diseño de muestreo para este esquema viene dado por:

p(s) =

{
1/a si s ∈ S
0 para cualquier otra muestra s.

Como todas las muestras posibles son disjuntas se tiene que para cada elemento k hay
solo una muestra que lo contiene, luego

πk = 1/a
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mientras que para todo k 6= l ∈ U ,

πkl =

{
1/a si k y l pertenecen a una muestra s
o en otro caso.

Para el diseño SI, con un intervalo de muestreo a, el π estimador de la población total
Y queda determinado por

ŶHT,SI = a
∑
k∈s

yk

donde s ∈ {s1, . . . , sa}, la varianza está dada por

V ar
(
ŶHT,SI

)
= a

a∑
r=1

(Ysr − Ȳ )2

donde Ysr =
∑

k∈sr yk y Ȳ =
∑a

r=1 Ysr/a = Y/a. La varianza puede también escribirse
como

V ar
(
ŶHT,SI

)
= a(a− 1)S2

t

donde

S2
t =

1

a− 1

a∑
r=1

(Ysr − Ȳ )2.

La propiedad deseable de que los πk > 0 no se verifica en este caso, por lo que la fórmula
general del estimador de la varianza no es insesgada en el muestreo Sistemático.

1.3.7. Muestreo Poisson

Muestreo Bernoulli, muestreo aleatorio simple y muestreo sistemático son diseños de
igual probabilidad, es decir, para todo k ∈ S las probabilidades de inclusión de primer
orden πk son iguales, lo cual conduce a estimadores simples. Pero esto no es lo que ocurre
normalmente en el muestreo de encuestas. La mayoŕıa de los diseños utilizados en la práctica
son de probabilidad desigual ya que suelen ser más eficientes.

Un ejemplo de diseño de probabilidades desiguales es el muestreo Poisson (PO). Este
diseño de tamaño aleatorio es una generalización del muestreo Bernoulli.

Sea πk un determinado valor positivo de probabilidad de inclusión para el elemento
k-ésimo, donde k = 1, . . . , N . Entonces la variable indicadora Ik cumple lo siguiente:

P (Ik = 1) = πk, P (Ik = 0) = 1− πk
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k = 1, . . . , N . El diseño muestral PO es tal que la probabilidad de que la muestra s sea
seleccionada es la siguiente

p(s) =
∏
k∈s

πk
∏

k∈U−s
(1− πk)

donde s ∈ S y S es el conjunto de todos los 2N subconjuntos de U . Y, además, por la
independencia, se tiene que las probabilidades de segundo orden cumplen, πkl = πkπl para
todo k 6= l.

Dadas ciertas probabilidades de inclusión π1, . . . , πN y ε1, . . . , εN ∼ Unif(0, 1) variables
aleatorias independientes. Si εk < πk, el elemento k (k = 1, . . . , N) es seleccionado, en otro
caso no.

En el muestreo Poisson el tamaño de la muestra ns es aleatorio, con media

EPO(ns) =
∑
U

πk,

pues ns =
∑N

k=1 Ik, y varianza

VPO(ns) =
∑
U

πk(1− πk).

Bajo el diseño PO, el π estimador de la población total sigue el resultado general dado
por

ŶHT,PO =
∑
s

yk
πk
.

La varianza está dada por

V ar(ŶHT,PO) =
∑
U

πk(1− πk)
Y 2
k

π2
k

=
∑
U

(
1

πk
− 1

)
Y 2
k

luego el estimador insesgado de la varianza es

V̂ ar(ŶHT,PO) =
∑
s

(1− πk)
y2
k

π2
k

.

Observación: V ar(ŶHT,PO) puede ser extremadamente grande debido a la variabilidad
del tamaño de la muestra. En el muestreo Bernoulli, el diseño es completamente especificado
tan pronto como hemos fijado el tamaño de la muestra esperada (asumiendo que conocemos
N). Por el contrario, en el muestreo Poisson hay una serie de opciones para la elección de
los πk dado un tamaño de muestra esperado fijo.

Entonces, ¿Cuál es la mejor elección de los πk?
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Una respuesta se obtiene minimizando la varianza para un tamaño esperado de muestra
fijo n =

∑
U πk. Esto es equivalente a minimizar el producto(∑

U

Y 2
k

πk

)(∑
U

πk

)
pero por la desigualdad de Cauchy-Schwartz se tiene

(∑
U

Y 2
k

πk

)(∑
U

πk

)
≥

(∑
U

Yk

)2

donde la igualdad vale si o sólo si Yk/πk = λ con λ una constante. Asumiendo que Yk > 0
para todo k, tenemos πk = Yk/λ. Finalmente, siendo n = (

∑
U πk) obtenemos

πk =
nYk∑
U Yj

k = 1, . . . , N , asumiendo que se cumple Yj ≤
∑

U Yk/n para todo j pues si Yj >
∑

U Yk/n
tenemos que πj > 1, pues

πk =
Yk
λ
⇒ n =

∑
U

πk =

∑
U Yk
λ

⇒ λ =

∑
U Yk
n

⇒ πk =
Yk∑
U Yj
n

.

Pero los yk no son conocidos para toda la población, por lo que esta solución no es
factible en la práctica. Sin embargo, en algunas encuestas tenemos acceso a una o más
variables auxiliares, es decir, variables cuyos valores son conocidos para toda la población.
Supongamos X1, . . . , XN valores positivos conocidos de una variable auxiliar X. Puede
haber también razón para asumir que Y es aproximadamente proporcional a X. En este
caso podemos decir que πk es proporcional a Xk conocido, es decir para todo k = 1, . . . , N

πk =
nXk∑
U Xj

k = 1, . . . , N , asumiendo que se cumple Xk ≤
∑

U Xk/n para todo k por la misma razón que
antes. Las probabilidades de inclusión definidas de esta forma se llaman probabilidades de
inclusión proporcional al tamaño. Si Yk/Xk es casi constante, el estimador H-T resultante
tendrá una varianza pequeña.

Aunque este razonamiento es correcto, hay un inconveniente que el muestreo Poisson
comparte con el muestreo Bernoulli y es que tienen tamaño de muestra aleatorio. Para
mostrar este inconveniente supongamos que es posible elegir πk de manera óptima, es decir,
πk = nYk/

∑
U Yk con n =

∑
U πk el tamaño de la muestra esperado. En este caso extremo,

el π estimador se convierte en

ŶHT,PO =
∑
s

yk
πk

=
(ns
n

)∑
U

Yk =
(ns
n

)
Y.
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Entonces, la variación muestra a muestra de ŶHT,PO se limitará a la variación en el
tamaño ns de la muestra.

Este argumento nos lleva a esperar que el π estimador es bueno si fuese posible construir
un diseño de tamaño fijo con probabilidades de inclusión πk que sean cercanas a ser pro-
porcionales a Yk. Si los πk son exactamente proporcionales a los Yk en un diseño de tamaño
fijo, el π estimador tendŕıa varianza mı́nima.



Caṕıtulo 2

Bootstrap para poblaciones
infinitas

Bootstrap como método fue conceptualizado y descrito por Efron (1979). Se trata de un
método general a partir del cual pueden calcularse diferentes propiedades de ciertos estima-
dores cuya distribución es desconocida, es un tipo de técnica de remuestreo de datos que
permite resolver problemas relacionados con la estimación de errores estandar e intervalos
de confianza. En esencia, veremos que el método permite aproximar la distribución de un
estad́ıstico y de sus propiedades mediante un procedimiento muy simple: Crear un gran
número de muestras con reposición de los datos observados. En lo que sigue veremos la idea
principal de esta técnica.

Partiendo de que tenemos una función de distribución F desconocida e Y = {Y1, . . . , Yn}
una muestra aleatoria de dicha distribución, nos interesa estimar un cierto parámetro de
interés θ = T (F ), donde T es alguna función definida sobre el espacio de funciones de dis-
tribución. Sea θ̂ = Tn = h(Y1, . . . , Yn) un estad́ıstico con una cierta función de distribución
H que depende de h y de F . El método boostrap tiene tres pasos esenciales:

1. Construir un estimador F̃n de la función de distribución F , aqúı consideraremos la
distribución emṕırica.

2. Generar a partir de F̃n una nueva muestra Y ∗ = {Y ∗1 , . . . , Y ∗n } que se denominará mues-
tra bootstrap.

3. Aproximar la distribución H(h(Y ), F ) por la distribución H̃(h(Y ∗), F̃n) en el remues-
treo (que en gran parte de los casos prácticos se estimará, a su vez, mediante el método
de Montecarlo).

Ahora, supongamos que queremos aproximar una propiedad de Tn bajo la distribución
H, el método de simulación nos permite estimar dichas propiedades a partir de la misma
propiedad bajo la distribución H̃, por ejemplo, V arH(Tn) se estimará V arH̃(Tn).

19
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Veamos en que consiste el método de simulación y después en más detalle como se estima
la varianza y los intervalos de confianza a partir del método bootstrap.

2.1. Simulación, método de Montecarlo

Supongamos que tenemos una muestra X1, . . . , XB independientes e identicamente dis-
tribúıda con distribución G. Por la ley de los grandes números

X̄ =
1

B

B∑
j=1

Xj
P→
∫
XdG(X) = E(X)

cuando B →∞. De manera que si elegimos una muestra de tamaño grande podemos utilizar
la media muestral para aproximar el valor E(X) (y hacer que la diferencia entre X̄ y E(X)
sea despreciable). De manera más general, dada una función h cualquiera, se tiene

1

B

B∑
j=1

h(Xj)
P→
∫
h(X)dG(X) = E(h(X))

cuando B →∞. En particular, podemos ver los siguientes ejemplos

1

B

B∑
j=1

(Xj − X̄)2 =
1

B

B∑
j=1

(Xj)
2 −

 1

B

B∑
j=1

Xj

2

P→
∫
X2dG(X)−

(∫
XdG(X)

)2

= V ar(X)

por lo tanto, podemos utilizar la varianza de los valores simulados para aproximar V ar(X).

También se puede estimar cuantiles de la distribución de la siguiente manera

1

B

B∑
j=1

I(Xj ≤ t)
P→ E(I(Xj ≤ t)) = P (X ≤ t) = G(t).

2.2. Estimación de la varianza Bootstrap

Como dijimos anteriormente, vamos a aproximar V arH(Tn) a partir del método de Mon-
tecarlo.

La idea es:

generar Y ∗ = {Y ∗1 , . . . , Y ∗n } de la distribución F̃n.
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calcular T ∗n = h(Y ∗1 , . . . , Y
∗
n ).

Ahora, ¿Cómo podemos generar Y ∗1 , . . . , Y
∗
n de F̃n?

Elegir una observación con distribución F̃n es equivalente a elegir un punto al azar del
conjunto de datos original. Por lo tanto para simular Y ∗ = {Y ∗1 , . . . , Y ∗n } de F̃n basta elegir
n observaciones con reemplazo de los datos originales Y1, . . . , Yn.

Una vez obtenida la muestra bootstrap Y ∗ = {Y ∗1 , . . . , Y ∗n }, calculamos T ∗n = h(Y ∗1 , . . . , Y
∗
n )

y obtendremos una observación de H̃. Si volvemos a repetir este procedimiento B veces ob-
tendremos T ∗n,1, . . . , T

∗
n,B y podremos a partir de Montecarlo estimar V arH̃(Tn) es decir

V̂ arH̃(Tn) =
1

B

B∑
j=1

(T ∗n,j)
2 −

 1

B

B∑
j=1

T ∗n,j

2

.

A esta estimación de la varianza se la nota como vboot. Si queremos estimar el error
estándar, calculamos

√
vboot y lo notamos por ŝeboot.

2.3. Intervalos de confianza Bootstrap

Unos de los problemas más comunes es el de obtener intervalos de confianza para un
parámetro estimado. Existe más de un método para la construcción de los intervalos de
confianza Bootstrap de un estad́ıstico. En lo que sigue describiremos tres métodos distintos
para generar estos intervalos.

La idea para la construcción de un intervalo de confianza para θ de nivel 1 − α es
encontrar un intervalo ICα(θ̂) que satisfagan P (θ ∈ ICα(θ̂)) = 1− α.

2.3.1. Método 1: Intervalo de confianza Normal

Esta aproximación es la más simple para la construcción de un intervalo de confianza,
aunque no necesariamente la mejor. Sea θ̂ un estimador del parámetro θ con un error
estándar se. Si el tamaño muestral es grande se tiene que por el Teorema Central del ĺımite

Z =
θ̂ − E(θ̂)

se

se aproxima a una Normal estándar.

Luego, resulta [
θ̂ − zα/2.se, θ̂ + zα/2.se

]
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donde zα/2 = Φ−1(1− α/2), con Φ la función de distribución de la normal estándar, es un
intervalo de confianza para θ de nivel 1− α

Como deciamos, este es el método más simple para la construcción de un intervalo de
confianza, pero dicho intervalo no es exacto a menos que la distribución del estad́ıstico
sea normal. Además, el parámetro se se trató como un parámetro conocido, aunque en el
método bootstrap es estimado por la desviación estándar muestral de las réplicas bootstrap
de θ̂. Por lo que, su expresión viene dada por

θ̂ ± zα/2ŝeboot
donde, como dijimos antes ŝeboot representa la estimación bootstrap del error estandar.

2.3.2. Método 2: Intervalo de confianza a partir de un pivote

Dados θ y θ̂n, definamos Rn = θ̂n − θ y H su distribución, es decir

H(r) = PF (Rn ≤ r).

Sea C = (a, b) el intervalo tal que a = θ̂n −H−1(1− α/2) y b = θ̂n −H−1(α/2) entonces se
cumple que

P (a ≤ θ ≤ b) = P (a− θ̂n ≤ θ − θ̂n ≤ b− θ̂n)

= P (θ̂n − b ≤ θ̂n − θ ≤ θ̂n − a)

= P (θ̂n − b ≤ Rn ≤ θ̂n − a)

= H(θ̂n − a)−H(θ̂n − b)
= H(H−1(1− α/2))−H(H−1(α/2))
= 1− α/2− α/2 = 1− α.

Luego C = (a, b) es un intervalo de confianza exacto de nivel 1 − α para θ, pero a y b
dependen de la función de distribución H desconocida. Por lo tanto, a partir de lo visto
podemos dar una estimación Bootstrap de H del siguiente modo:

Sean θ̂∗n,1, . . . , θ̂
∗
n,B las replicaciones del método Bootstrap de θ̂n y R∗n,b = θ̂∗n,b − θ̂n

entonces

Ĥ(r) =
1

B

B∑
b=1

I(R∗n,b ≤ r).

Sea r∗β el cuantil β de
{
R∗n,1, . . . , R

∗
n,B

}
y sea θ∗β el cuantil β de

{
θ̂∗n,1, . . . , θ̂

∗
n,B

}
. Notar que

r∗β = θ̂∗β − θ̂n. Luego es claro que podemos estimar a y b como

â = θ̂n − Ĥ−1(1− α/2) = θ̂n − r∗1−α/2 = 2θ̂n − θ̂∗1−α/2
b̂ = θ̂n − Ĥ−1(α/2) = θ̂n − r∗α/2 = 2θ̂n − θ̂∗α/2.

Por lo tanto, definimos un intervalo de confianza boostrap a partir de un pivote como

Cn = (2θ̂n − θ̂∗1−α/2, 2θ̂n − θ̂
∗
α/2).
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2.3.3. Método 3: Intervalo de confianza a partir de percentiles

Este método utiliza la distribución emṕırica de las réplicas bootstrap como distribución
de referencia. Los cuantiles de la distribución emṕırica bootstrap son estimadores de los
cuantiles de la distribución muestral de θ̂. El intervalo se define como

Cn = (θ̂∗,(α/2), θ̂∗,(1−α/2))

donde θ̂∗,(β) es el cuantil β de la distribución Bootstrap. Como en la práctica la distribución
de θ̂∗ es desconocida, este intervalo no se puede obtener de manera exacta, pero es natural
considerar la siguiente aproximación del intervalo percentil Bootstrap dada por,

Cn = (θ̂∗α/2, θ̂
∗
1−α/2)

donde, como antes, θ̂∗β es el cuantil β de
{
θ̂∗n,1, . . . , θ̂

∗
n,B

}
. Si la distribución Bootstrap es

aproximadamente Normal, los intervalos de confianza de este método con el del método 1
no deberán ser tan distintos.

Supongamos que existe una transformación monótona m tal que Ω̂ = m(θ̂) es apro-
ximadamente Normal (Ω̂ ∼ N(φ, c2), donde c > 0 es constante y m(θ) = φ). Si defini-

mos Ω̂∗b = m(θ̂∗n,b), sea ω∗β el cuantil β de
{

Ω̂∗1, . . . , Ω̂
∗
B

}
que por ser Ω̂ una transformación

monótona preserva los cuantiles y por lo tanto se tiene que ω∗β = m(θ̂∗β). Como Ω̂ ∼ N(φ, c2)

el cuantil α/2 de Ω̂ es φ − zα/2c entonces ω∗α/2 = φ̂ − zα/2c y por lo tanto se tiene que

ω∗1−α/2 = φ̂+ zα/2c. Luego

P (θ̂∗α/2 ≤ θ ≤ θ̂
∗

1−α/2
) = P (m(θ̂∗α/2) ≤ m(θ) ≤ m(θ̂∗1−α/2))

= P (ω∗α/2 ≤ φ ≤ ω
∗
1−α/2)

= P (φ̂− zα/2c ≤ φ ≤ φ̂+ zα/2c)

= P (zα/2 ≤
φ̂− φ
c
≤ −zα/2)

= 1− α

2
− α

2
= 1− α.



Caṕıtulo 3

Bootstrap para poblaciones finitas

3.1. Introducción

Como en el resto de los caṕıtulos nuestro problema es estimar la distribución de una
muestra estad́ıstica o la distribución de muestreo de un estad́ıstico θ̂ de un parámetro de
interés θ . En este problema, la población finita U de N elementos toma el rol de la función
de distribución desconocida para el caso de una población infinita. El método Bootstrap
para poblaciones finitas se considera una extensión natural de la técnica para el muestreo en
poblaciones infinitas. La idea es generar una población artificial, llamada población bootstrap,
a partir de los datos de la muestra observada s de tamaño n. A partir de esa población, se
extraen B remuestras del mismo tamaño que la muestra original, dentro de cada una de esas
remuestras s1, . . . , sB se calcula el estimador θ̂b del parámetro θ de la misma manera que
se calcula el estad́ıstico θ̂ para la muestra s (b = 1, . . . , B). Para B grande, la distribución
de θ̂b se interpreta como una estimación de la distribución de muestreo θ̂. Por lo tanto, la
varianza V ar(θ̂) de θ̂ se puede estimar por el método de Monte Carlo de la siguiente manera

V̂ ar(θ̂) =
1

B

B∑
b=1

(θ̂b − θ̄)2

donde

θ̄ =
1

B

B∑
b=1

θ̂b

3.2. Población Bootstrap

En este caṕıtulo veremos distintas maneras de generar la población bootstrap que luego
será usada para la extracción de la B remuestras s1, . . . , sB de tamaño n. Veremos los casos
en donde los pesos de diseño son enteros y donde no lo son y cuáles seŕıan las condiciones

24
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mı́nimas que uno espera para obtener una estimación optima de la varianza bajo distintos
métodos de muestreo.

3.2.1. Población Bootstrap para muestreo aleatorio simple

El primero en adaptar el método bootstrap original para el caso de una muestra alea-
toria simple (MAS) sin sustitución fue Gross (1980). De esta manera, dada una muestra s
de tamaño n se genera una población bootstrap U∗G de tamaño N∗G = N de la verdadera
población U de tamaño N mediante la replicación de cada valor de la muestra yk exacta-
mente N/n veces, en el caso que N/n ∈ N, proporcionando una variable y∗ denotando a los
clones de los valores de la muestra.

De esta manera, una vez generada la población U∗G, B remuestras de tamaño n se extraen
de U∗G siguiendo el método de muestreo original. Es decir, cada uno de los n valores en la

muestra y1, . . . , yn tiene la misma probabilidad N/n
N = 1

n de ser seleccionado como primer
elemento del remuestreo.

Luego del primer elemento seleccionado , el valor ya elegido tiene una probabilidad de

N
n − 1

N − 1
=

N − n
n(N − 1)

de volver a ser seleccionado, mientras que los demás no seleccionados como el primer ele-
mento tienen una probabilidad de ser seleccionados como segundo elemento de la remuestra
de

N/n

N − 1
=

N

n(N − 1)

y aśı sucesivamente. En general, un valor yk observado en s tiene una probabilidad

N − n.hk,j−1

n (N − j + 1)

de ser seleccionado en la j-ésima etapa de una selección de remuestreo (j = 1, . . . , n).
Donde hk,j−1 representa el número de veces que el valor yk fue seleccionado en los primeros
(j − 1)-ésimos pasos del remuestreo (hk,0 = 0 ∀k ∈ s, hk,j < N

n ∀k ∈ s ∀j = 1, . . . , n).

Esta población no tiene por que ser generada en realidad, sino que también puede lle-
varse a cabo mediante la aplicación del mecanismo de probabilidad que se ha descripto
anteriormente directamente a la muestra s. Estas remuestras forman la base para la esti-
mación de la distribución de muestreo del estimador θ̂ para el parámetro θ en el muestreo
aleatorio simple.

Si N/n /∈ N, o sea, si los pesos de diseño no son enteros, la pseudo población U∗HT no
sólo contiene bN/nc unidades enteras con cada valor yk de la variable y, si no que también
contine (N/n− bN/nc) partes de cada unidad (∀k ∈ s), por ejemplo, si tengo una población
de tamaño N = 2600 y una muestra de tamaño n = 400 (Nn = 2600

400 = 6, 5) implica que
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la población bootstrap U∗HT esta compuesta por 6 unidades enteras de cada valor en la
muestra y además media unidad de cada valor yk (k = 1, . . . , n), pero en este caso la
población boostrap no puede ser calculada realmente y necesita llevarse a cabo mediante el
cálculo de los pesos bootstrap.

3.2.2. Población Bootstrap para muestreo con probabilidad proporcional
al tamaño

Otro diseño muestral básico es el muestreo con probabilidades proporcionales al tamaño
muestral sin reemplazo (πps), en el que las probabilidades de inclusión son proporcionales
al tamaño de una variable auxiliar X llamada variable auxiliar de tamaño. En este caso la
selección se lleva a cabo, por ejemplo, mediante la selección sistemática de elementos orde-
nados aleatoriamente en una lista. Este método de muestreo es eficiente para el estimador
H-T de un total de la variable Y (ŶHT =

∑
k∈s

yk
πk

donde πk es la probabilidad de inclusión
de primer orden), cuando la variable auxiliar de tamaño X y la variable de estudio Y están
relacionadas proporcionalmente, pero el cálculo de la estimación de la varianza puede ser
muy engorroso. Holmberg (1998) propuso un enfoque bootstrap para estimar la varianza
para el muestreo general πps.

Notamos al total de la variable tamaño X en U como tX bajo la siguiente restricción
Xk.n ≤ tX ∀k ∈ U , donde Xk es la medida de tamaño para la k-ésima unidad en la
población.

Luego el peso de diseño para la unidad k ∈ U se define como

1

πk
=

tX
Xk.n

que a su vez se descompone en una parte entera
⌊

tX
Xk.n

⌋
y el resto tX

Xk.n
−
⌊

tX
Xk.n

⌋
.

Para generar la población bootstrap U∗H , se replican los valores de yk y xk de cada unidad

k de la muestra,
⌊
tX
xk.n

⌋
veces e independientemente de estas una más con probabilidad

tX
xk.n
−
⌊
tX
xk.n

⌋
. Este proceso crea una población U∗H de tamaño N∗H tal que E(N∗H) = N .

Una vez generada la población, las probabilidades de inclusión de la muestra πk deben ser
recalculadas de acuerdo con la variable X∗ que consiste de los valores replicados de X. Luego
como antes, generamos a partir de la población B muestras de tamaño n con un diseño πps,
y se realiza la estimación en cada una de ellas de igual manera que se calculó para la muestra
original y se procede a estimar la varianza a partir del método de simulación.

Barbiero y Mecatti (2010) proponen hacer un uso más completo de la información auxi-
liar con el objetivo de simplificar el procedimiento presentado por Holmberg para muestreo
πps. Sostienen que es natural pedir que la población bootstrap cumpla los siguientes requi-
sitos:

Dadas una muestra s original y una población bootstrap U∗, el total de la variable
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tamaño X∗ en U∗ debe ser igual al total de la variable tamaño X en U , es decir
tX∗ = tX .

El total de la variable Y ∗ en U∗ debe ser igual al total de la variable Y estimado a
partir del estimador H-T en la muestra original s, es decir tY ∗ =

∑n
k=1

yk
πk

= ŶHT .

Para s dado, sobre todas las B remuestras, s1, . . . , sB el total estimado de la va-
riable Y ∗ en sb (b=1, . . . , B) debe tener la misma esperanza que el total de la
variable Y estimado a partir del estimador H-T en la muestra original s, es decir

E

(∑n
k=1

y∗,bk
π∗
k

)
= E

(∑n
k=1

yk
πk

)
= E(ŶHT ).

Estas propiedades son ideales y, desafortunadamente, para los diferentes métodos boots-
trap relacionados con la creación de un pseudo-población, estas tres propiedades sólo se
cumplen cuando se tiene 1

πk
∈ N ∀k ∈ s. Por esta razón Barbiero y Mecatti, propusieron

un método πps X-balanceado donde, después de remuestrar cada unidad k de la muestra⌊
tX
xk.n

⌋
veces en la población bootstrap U∗BM , se remuestrean más unidades de una lista

ordenada de forma decreciente de sus valores tX
xk.n
−
⌊
tX
xk.n

⌋
, se agregan hasta que se consiga

la mı́nima diferencia entre t∗X y tX . De esta manera, los elementos con mayor parte entera⌊
tX
xk.n

⌋
tienen más probabilidad de ser incluido en U∗BM con respecto a los elementos que

presentan una parte entera inferior. Luego de que la población fue generada, las probabili-
dades πk tienen que volver a calcularse antes de que comience la selección de las B replicas
de tamaño n.

Ninguno de los métodos vistos hasta ahora para obtener la población bootstrap garantiza
un tamaño de la población N∗ = N cuando los pesos de diseño no son enteros. En lo que
sigue se propone un procedimiento para obtener la población bootstrap U∗HTB basado en el
estimador Horvitz-Thompson para el problema de pesos de diseño no enteros, que permite
además un número de repeticiones no enteras de los valores de la muestra de Y y X. Para
cada k en la muestra se replica exactamente 1

πk
= tX

xk.n
veces. Es decir, la población bootstrap

U∗HTB se genera con
⌊
tX
xk.n

⌋
unidades enteras de yk y también por tX

xk.n
−
⌊
tX
xk.n

⌋
partes de

una unidad cuando tX
xk.n
−
⌊
tX
xk.n

⌋
> 0 ∀k ∈ s. De esta manera, U∗HTB tiene un tamaño

esperado N∗HTB de E(N∗HTB) =
∑

s
1
πk

= N . Para este método de remuestreo, toda unidad
k perteneciente a la población bootstrap tiene una probabilidad de inclusión de remuestreo

proporcional a su valor X original, miestras que para tX
xk.n
−
⌊
tX
xk.n

⌋
esta probabilidad es

proporcional a tX
xk.n
−
⌊
tX
xk.n

⌋
veces X. Por lo tanto, después de la generación de la población

bootstrap U∗HTB, los pesos de diseño πk no tienen que volver a ser calculados.

Entonces, el valor yk de la muestra original (k = 1, . . . , n) tiene una probabilidad

tX − n.hk,j−1.xk

n.
(
tX −

∑
sbj−1

xi

)
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para ser seleccionada en la b-ésima remuestra en el j-ésimo paso de elección de las n unidades
de remuestreo (j = 1, . . . , n) cuando tX

xk.n
− hk,j−1.xk > 0, de lo contrario su probabilidad

de inclusión es cero. Donde hk,j−1 denota el número de veces que yk fue elegido dentro de
los primeros (j− 1) pasos de la selección de n unidades de la remuestra sb y sbj−1

denota el
subconjunto de la remuestra sb después de la (j − 1)-ésima elección.

El uso de este mecanismo de probabilidad en el proceso de remuestreo puede reemplazar
la generación f́ısica de la población bootstrap U∗HTB. Para la técnica HTB propuesta, en
relación con las tres propiedades deseadas para una estimación de la varianza, se tiene:

El total tX∗ de la variable tamañoX∗ en U∗HTB esta dada por: tX∗ =
∑n

k=1 xk.
1
πk

= tX .

El total tY ∗ de la variable Y ∗ en U∗HTB esta dada por: tY ∗ =
∑n

k=1 yk.
1
πk

= ŶHT .

El valor esperado para el estimador H-T del total tY ∗ de Y ∗ en U∗HTB es: E∗
(∑n

k=1
y∗k
π∗
k

)
=

tY ∗ = ŶHT . Donde E∗ denota la esperanza sobre todas las remuestras.

Obviamente para la aplicación de esta técnica bootstrap a la práctica esta idea debe
extenderse a métodos de muestreo en general, asegurando una población bootstrap con la
misma estructura que la población original. En lo que sigue vamos a estudiar el estimador
bootstrap para los diseños muestrales que vimos anteriormente y en particular para el
estimador Horvitz Thompson y un estimador de su varianza.

En las secciones siguientes, sólo por el hecho de simplificar la notación, notaremos al
estimador Horvitz Thompson para el total de una variable de interés Y como ŶHT indepen-
dientemente del diseño elegido.

3.3. Muestreo aleatorio simple con reemplazo

Supongamos que se quiere estimar un total poblacional Y de una variable en una pobla-
ción finita U de tamaño N . Se seleccionan n unidades de la población mediante muestreo
aleatorio simple con reemplazo. Tenemos entonces una muestra original (y1, . . . , yn). Luego
estimamos el total Y mediante el estimador Horvitz Tompson,

ŶHT =
N

n

n∑
i=1

yi

por lo visto en el Caṕıtulo 1 sabemos que la varianza y el estimador usual del estimador
vienen dados por

V ar(ŶHT ) =
N2

n
σ2

y
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V̂ ar(ŶHT ) =
N2

n
s2

donde

σ2 =
1

N

N∑
i=1

(Yi − Ȳ )2

y

s2 =
1

n− 1

n∑
i=1

(yi − ȳ)2.

Ahora, una vez obtenida la muestra bootstrap con reemplazo de tamaño n∗ de la muestra
original, notemosla por (y∗1, . . . , y

∗
n∗), tenemos el correspondiente estimador Horvitz Thom-

pson para el total

Ŷ ∗HT =
N

n∗

n∗∑
i=1

y∗i

dado que la muestra se extrajo con reposición se tiene que, dado i = (1, . . . , n)

P [y∗j = yi] =
1

n
∀j = 1, . . . , n∗

entonces la esperanza y la varianza vienen dados por

E∗(y
∗
j ) =

1

n

n∑
i=1

yi =
ŶHT
N

V ar∗(y
∗
j ) =

1

n

n∑
i=1

(yi − ȳ)2 =
n− 1

n
s2

respectivamente, dado que las observaciones bootstrap son independientes e idénticamente
distribúıdas, la media y la varianza de Ŷ ∗HT condicionadas a la muestra original vienen dadas
por

E∗(Ŷ
∗
HT ) =

N

n∗

n∗∑
j=1

E(y∗j ) = ŶHT

y

V ar∗(Ŷ
∗
HT ) =

(
N

n∗

)2 n∗∑
j=1

V ar∗(y
∗
j ) =

N2

n∗
n− 1

n
s2.
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Luego, se tiene que el estimador bootstrap de la varianza en general no coincide con el
estimador usual de la varianza y no es un estimador insesgado a menos que n∗ = n− 1.

Si n∗ = n se tiene que la estimación es sesgada, y su sesgo viene dado por

sesgo(V ar∗(Ŷ
∗
HT )) = E∗(V ar∗(Ŷ

∗
HT ))− V ar(ŶHT )

=

(
N

n

)2

(n− 1) σ2 − N2

n
σ2

=

(
− 1

n

)
V ar(ŶHT )

notese que si n es grande el sesgo es despreciable, pero podŕıa ser importante si n es pequeño.

3.4. Muestreo aleatorio simple sin reemplazo

De la misma manera que en el caso anterior dado

Ŷ ∗HT =
N

n∗

n∗∑
i=1

y∗i

tenemos que

E∗(y
∗
j ) =

1

n

n∑
i=1

yi = N ŶHT

V ar∗(y
∗
j ) =

1

n

n∑
i=1

(yi − ȳ)2 =
n− 1

n
s2

ya que estos valores no son afectados por la muestra original, si no por la muestra bootstrap.
Entonces como antes tenemos que la varianza bootstrap del estimador está dada por

V ar∗(Ŷ
∗
HT ) =

N2

n∗
n− 1

n
s2.

La diferencia con el muestreo anterior viene dada por el tipo de muestreo utilizado para
la muestra original, por lo cual tenemos la varianza y su correspondiente estimador de la
varianza del estimador Horvitz Thompson para el muestreo aleatorio simple sin sustitución
dados en el Caṕıtulo 1 por

V ar(ŶHT ) =
N2

n

(
1− n

N

)
S2

y su estimador

V̂ ar(ŶHT ) =
N2

n

(
1− n

N

)
s2.
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Notemos que el estimador bootstrap de la varianza no coincide con el estimador insesgado
usual y su sesgo viene dado por

sesgo(V ar∗(Ŷ
∗
HT )) = E∗(V ar∗(Ŷ

∗
HT ))− V ar(ŶHT )

=

(
N2

n∗

)
n− 1

n
S2 − N2

n
(1− f)S2

=

(
n− 1

n∗
− (1− f)

)
N2

n
S2

donde f = n
N . Si tomamos n∗ = n − 1 el sesgo del estimador bootstrap de la varianza se

transforma en

sesgo(V ar∗(Ŷ
∗
HT )) = f

N2

n
S2

= f E(V ar∗(Ŷ
∗
HT ))

Si f es pequeño, el sesgo es desperciable. Si el sesgo no es despreciable, hay algunas variantes
para el método bootstrap en el caso que sea un muestreo aleatorio simple sin reemplazo.

3.4.1. Variante del método bootstrap por factor de corrección

Para el caso en que n∗ = n− 1, un estimador insesgado de la varianza viene dado por

V ar∗,FC(Ŷ ∗HT ) = (1− f)V ar∗(Ŷ
∗
HT ).

3.4.2. Variante del método bootstrap por reescalado

Definimos las siguientes observaciones reescaladas

y#
j = ȳ +

√
1− f

√
n∗

n− 1
(y∗j − ȳ)

la total bootstrap de la variable reescalada se transforma en

Ŷ #
HT =

N

n∗

n∗∑
j=1

y#
j

= Nȳ +
N

n∗

√
1− f

√
n∗

n− 1

n∗∑
j=1

(y∗j − ȳ)

y por lo tanto el estimador bootstrap de la varianza queda
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V ar∗(Ŷ
#
HT ) = (1− f)

n∗

n− 1
V ar∗(Ŷ

∗
HT )

= (1− f)
n∗

n− 1

N2

n∗
n− 1

n
s2

= (1− f)
N2

n
s2 = V̂ ar(ŶHT )

Notar que V ar∗(Ŷ
#
HT ) coincide con el estimador de la varianza del total de la variable Y en

un muestreo aleatorio simple sin reemplazo.

Luego si se considera n∗ = n los elementos bootstrap reescalados quedan

y#
j = ȳ +

√
1− f

√
n

n− 1
(y∗j − ȳ).

Entonces, en el caso de que f no es lo suficientemente chico para despreciar el sesgo de
la varianza, después de cada muestra bootstrap seleccionada antes de evaluar el estad́ıstico
que nos interesa estudiar, calculamos los valores reescalados y evaluamos el estad́ıstico con
estos nuevos valores. Para luego, a partir de las B muestras bootstrap calcular nuestro
estimador de la varianza mediante el método de Monte Carlo.

3.4.3. Variante del método bootstrap por reemplazo

Una elección acertada del n∗ elimina el sesgo de la varianza bootstrap. A partir de la
fórmula del sesgo de la varianza bootstrap

sesgo(V ar∗(Ŷ
∗
HT )) =

(
n− 1

n∗
− (1− f)

)
N2

n
S2

observamos que si elegimos

n∗ =
n− 1

1− f
el sesgo se anula y la varianza bootstrap queda igual que el estimador usual de la varianza.

Para n∗ definida de esta manera, probablemente en la práctica, no resulte ser un número

entero. Por lo que podemos tomar n∗ =
⌈
n−1
1−f

⌉
.

3.5. Muestreo con probabilidad proporcional al tamaño con
reemplazo

Como ya vimos anteriormente, en el muestreo con probabilidad proporcional al tamaño,
las probabilidades de inclusión de primer orden se construyen a partir de una variable
auxiliar X (conocida para el total de la población U de tamaño N) de la siguiente manera



BOOTSTRAP PARA POBLACIONES FINITAS 33

πk =
n Xk

tX

donde tX =
∑

U Xk. Sea (y1, . . . , yn) la muestra pps wr original, en este caso el estimador
usual Horvitz Thompson para el total está dado por

ŶHT =

n∑
k=1

yk
πk

=
1

n

n∑
k=1

zk

donde zk = yk
xk/tX

. Su varianza y estimador de la varianza son respectivamente

V ar(ŶHT ) =
1

n

N∑
i=1

pi(Zi − Y )2

donde pi = Xi
tX

y

V̂ ar(ŶHT ) =
1

n(n− 1)

n∑
k=1

(zk − ŶHT )2.

Sean (z∗1 , . . . , z
∗
n∗) una muestra bootstrap obtenida mediante muestreo aleatorio simple

con reemplazo de la muestra (z1, . . . , zn), entonces el estimador del total de la variable Y
queda de la siguiente manera

Ŷ ∗HT =
1

n∗

n∗∑
k=1

z∗k

donde z∗k son variables aleatorias independientes e idénticamente distribúıdas con esperanza
y varianza dadas por

E∗(z
∗
k) =

1

n

n∑
k=1

zk = ŶHT

y

V ar∗(z
∗
k) =

1

n

n∑
k=1

(zk − ŶHT )2

∀k = 1, . . . , n entonces

E∗(Ŷ
∗
HT ) =

1

n∗

n∗∑
k=1

E∗(z
∗
k) = E∗(z

∗
k) = ŶHT

y
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V ar∗(Ŷ
∗
HT ) =

1

n∗2

n∗∑
k=1

V ar∗(z
∗
k) =

1

n∗
1

n

n∑
k=1

(zk − ŶHT )2

=
n− 1

n∗
V̂ ar(ŶHT )

luego el estimador bootstrap de la varianza de ŶHT es igual a n−1
n∗ veces el estimador usual

de la varianza bajo muestreo con probabilidad proporcional al tamaño con reemplazo. Si
n∗ = n − 1 el estimador queda insesgado y si se toma n∗ = n el estimador queda con
sesgo = n−1

n , que es despreciable si n es lo suficientemente grande.

3.6. Muestreo con probabilidad proporcional al tamaño sin
reemplazo

Al igual que en el caso anterior, muestreo pps cr, tenemos que el estimador del total
para muestreo πps es

ŶHT =

n∑
k=1

yk
πk

=
1

n

n∑
k=1

zk

pero la varianza y el estimador de la varianza vienen dados por

V ar(ŶHT ) =

N∑
i=1

N∑
j>i

(πiπj − πij)
(
Yi
πi
− Yj
πj

)2

y

V̂ ar(ŶHT ) =
n∑
i=1

n∑
j>i

(πiπj − πij)
πij

(
yi
πi
− yj
πj

)2

.

en general ninguna variante bootstrap va a poder construir un estimador insesgado de la
varianza, por lo que se suele considerar que la muestra fue obtenida mediante muestreo
pps cr como una buena aproximación si la fracción de muestreo f = n

N es chica.

Sean (z∗1 , . . . , z
∗
n∗) una muestra bootstrap obtenida mediante muestreo aleatorio sim-

ple con reemplazo de la muestra (z1, . . . , zn), entonces el estimador del total queda de la
siguiente manera

Ŷ ∗HT =
1

n∗

n∗∑
k=1

z∗k

donde z∗k son variables aleatorias independientes e idénticamente distribúıdas con esperanza
y varianza dadas por
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E∗(z
∗
k) =

1

n

n∑
k=1

zk = ŶHT

y

V ar∗(z
∗
k) =

1

n

n∑
k=1

(zk − ŶHT )2

∀k = 1, . . . , n entonces

V ar∗(Ŷ
∗
HT ) =

1

n∗
V ar∗(z

∗
k) =

1

n∗
1

n

n∑
k=1

(zk − ŶHT )2

luego para n∗ = n − 1 tenemos un estimador insesgado para la varianza en le caso de un
muestreo pps cr.

Aśı el método bootstrap tiende a sobreestimar la varianza en muestreo con probabilidad
proporcional al tamaño sin reemplazo. El sesgo suele ser despreciable si, como nombramos
anteriormente, f = n

N es chica.



Caṕıtulo 4

Bootstrap generalizado
especializado en Muestreo Poisson

El método Bootstrap para la estimación de la varianza es recomendable para encuestas
que son llevadas a cabo por organismos nacionales de estad́ıstica que publican sus bases de
datos ya que el usuario, a partir de ciertos pesos bootstrap generados con el método, puede
fácilmente realizar su estimación del error. En este caṕıtulo, nos centramos en explicar en
que consiste el método bootstrap generalizado y luego se discuten temas como la elección
de la distribución utilizada para generar los pesos bootstrap, la elección del número de
repeticiones bootstrap y la posible aparición de pesos bootstrap negativos. La desventaja
que presenta este método comparado a otros métodos de estimación de la varianza es que
sufre un error de simulación y este puede no ser insignificante si el número de repeticiones
bootstrap no es suficientemente grande.

Luego de algunas adaptaciones de la idea original de Efron vistos en el caṕıtulo 3, nos
centramos en la extensión que realizaron Bertail y Combris (1997) llamado Boostrap Gene-
ralizado o Bootstrap ponderado, que consiste en la generación aleatoria de pesos bootstrap
de manera que los primeros dos (o más) momentos de error de diseño de muestreo son se-
guidos por los correspondientes momentos bootstrap. Con este enfoque, los pesos bootstrap
se generan usando una distribución adecuada, sin requerir la creación real de una población
bootstrap.

4.1. Boostrap generalizado

Como se comentó anteriormente la idea básica del método bootstrap generalizado con-
siste en generar los pesos bootstrap a fin de capturar los primeros dos (o más) momentos de
error de diseño de muestreo. Esta técnica puede ser utilizada en la mayoŕıa de los diseños
de muestreo mientras que exista un estimador Horvitz Thompson de la varianza escrito de
forma cuadrática semi definida positiva, y que según el estimador, sea posible calcular o
aproximar con cierta precisión, las pobabilidades de inclusión de primer y segundo orden.

36
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Otra caracteŕıstica importante del método bootstrap generalizado es que los pesos gene-
rados, mencionados anteriormente, no son creados para una variable en particular, lo que
implica que una vez creados y puestos en la base de datos, el usuario puede utilizarlos para
cualquier variable de interés.

Dada una población finita U de tamaño N , supongamos que queremos estimar el total
de una cierta variable de interés, Y =

∑
k∈U Yk, donde Yk representa el valor observado

de la variable Y en el k-ésimo elemento de la población. Sea s una muestra de tamaño n
que se selecciona de dicha población de acuerdo con un diseño de probabilidades P (S) y
consideramos como estimador, el estimador Horvitz Thompson del total ŶHT =

∑
k∈swkyk

donde wk = 1
πk

y πk > 0 es la probabilidad de selección de primer orden de la unidad k.

Sea j un entero positivo, se define el j-ésimo momento de error de diseño de muestreo
al estimar Y por ŶHT

mj = Ep(ŶHT − Y )j

donde Ep significa que la esperanza se calcula con respecto al diseño de muestreo. A partir

de la definición, es fácil ver que m1 = 0, ya que ŶHT es un estimador insesgado de Y y que
m2 es la varianza de diseño de ŶHT .

Consideramos el estimador insesgado m̂2 de la varianza Horvitz Thompson para m2.
Entonces se tiene que

m̂2 =
∑
k∈s

∑
l∈s

σkl y̌k y̌l

donde, πkl es la probabilidad de selección de segundo orden para las unidades k y l (πkl >
0 ∀ k, l ∈ s), y donde

σkl =

{ πkl−πkπl
πkl

si k 6= l

(1− πk) si k = l

y

y̌k = wkyk =
yk
πk

esta estimación se puede reescribir de la forma cuadrática semi definida positiva de la
siguiente manera

m̂2 = Y̌ ′ Σ Y̌

donde Y̌ = (Y̌1, . . . , Y̌n) y Σ es la matriz simétrica de n× n que contiene σkl en la k-ésima
fila y en la l-ésima columna.

El estimador Horvitz Thompson para la varianza puede utilizarse para cualquier diseño
en el cual se puedan calcular o aproximar las probabilidades de seleccion de primer y segundo
orden, sin embargo este estimador podŕıa tomar valores negativos para algunos diseños, por
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lo que Σ no es necesariamente semi definida positiva. Una alternativa para los diseños de
tamaño fijo es el estimador de la varianza Sen-Yates-Grundy, que se puede escribir de la
forma cuadrática como

σkl =

{
πkl−πkπl

πkl
si k 6= l

(1− πk)−
∑

i∈s
πki−πkπi

πki
si k = l

donde ahora la matriz Σ es semi definida positiva si se cumple σkl ≤ 0 ∀k 6= l. Como tiene
la restricción de que el diseño tiene que ser de tamaño fijo, no nos sirve para el caso de
un diseño de muestreo Poisson, pero afortunadamente la varianza del estimador Horvitz
Thompson es siempre positiva para este diseño.

En el caso Poisson como la elección de las unidades en la muestra se realizan de forma
independiente una de la otra, tenemos que πkl = πkπl para todo k 6= l, (k, l = 1, . . . , n) y
por lo tanto

σkl =

{
0 si k 6= l
(1− πk) si k = l

Entonces la matriz Σ es siempre semi definida positiva para este diseño.

Denotamos como peso bootstrap para la unidad k a w∗k = wk ak, con ak una variable
aleatoria cuyas propiedades explicitaremos mas adelante. Luego, se define el estad́ıstico
bootstrap Ŷ ∗HT =

∑
k∈sw

∗
kyk y el error de muestreo bootstrap como (Ŷ ∗HT − ŶHT ). Luego

queremos que se cumplan las siguientes condiciones

E∗(Ŷ
∗
HT − ŶHT )j = m̂j j = 1, . . . , J

con J un número entero positivo, en general J = 2 o J = 3. E∗ indica que los momentos
se evaluan con respecto a la distribución de los ak, k ∈ s, condicionada a la muestra s. La
distinción entre los diferentes procediminetos bootstrap se encuentran sólo en la elección de
la distribución de ak.

Sea a el vector que contiene en la posición k la variable bootstrap ak y sea 1n el vector
de dimensión n que contiene 1 en todos sus elementos. Luego podemos escribir

Ŷ ∗HT − ŶHT =
∑
k∈s

w∗kyk −
∑
k∈s

wkyk =
∑
k∈s

(ak − 1)wkyk =
∑
k∈s

(ak − 1)y̌k = (a− 1n)′y̌

por lo tanto, reescribiendo las condiciones anteriores se tiene que

E∗
[
(a− 1n)′ y̌

]
= 0 ⇒ E∗ (a) = 1n

y

E∗
[
(a− 1n)′ y̌

]2
= y̌′ Σ y̌ ⇒ E∗

[
(a− 1n) (a− 1n)′

]
= Σ.
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Por lo cual, la elección de la distribución para los ajustes bootstrap tiene que satisfacer
estas dos condiciones

E∗ (a) = 1n.

E∗
[
(a− 1n) (a− 1n)′

]
= Σ.

Un ejemplo de distribución bootstrap fue generado por Bertail y Combris (1997), quienes
proponen al vector a como

a = 1n + Σ1/2ã

donde ã es un vector que contiene n variables aleatorias independientes entre śı, con media
0 y varianza 1 y la matriz Σ1/2 se obtiene a partir de la descomposición espectral de Σ,
es decir, Σ1/2 = ΓΛ1/2Γ′. Donde Λ es la matriz diagonal de autovalores de Σ y Γ es la
correspondiente matriz ortonormal de autovalores.

Una opción simple para generar los ãk (k = 1, . . . , n) es a partir de la distribución normal
estándar, entonces el vector a sigue una distribución normal multivariante N(1n,Σ). Otra
opción es utilizar la distribución

ãk =

{
−ε con P (ãk = −ε) = 1/1 + ε2

1
ε con P (ãk = 1

ε ) = ε2/1 + ε2

donde ε > 0 es una constante a ser elegida por el estad́ıstico. Si ε = 1, la distribución de los
ãk queda simétrica.

4.2. Estimación de la varianza

Vamos a estimar la varianza ŶHT a partir de un estimador de la varianza de Ŷ ∗HT a
través del método de Monte Carlo, mediante la generación de B vectores independientes
a(b)con (b = 1, . . . , B) con la misma distribución que el vector a. El elemento de orden k de

a(b) se nota por a
(b)
k y su peso asociado w

∗(b)
k = wka

(b)
k .

Luego la estimación de la varianza bootstrap m̂2 = E∗(Ŷ
∗
HT − ŶHT )2 es

V arB(ŶHT ) =
1

B

B∑
b=1

(Ŷ
∗(b)
HT − ŶHT )2 = y̌′ ΣB y̌

donde Ŷ
∗(b)
HT =

∑
k∈sw

∗(b)
k yk, (b = 1, . . . , B) y

ΣB =
1

B

B∑
b=1

(a(b) − 1n)(a(b) − 1n)′

la matriz ΣB es la versión Monte Carlo de Σ.
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4.3. Enfoque pseudo-población

Una pseudo-población, como nombramos en el Caṕıtulo 3, se crea mediante la replicación
de cada unidad de la muestra wk veces (suponiendo que wk son todos enteros).

A continuación, se selecciona una muestra bootstrap por muestreo Poisson utilizando las
probabilidades de selección originales, este procedimiento es equivalente a la generación de
los ak de forma independiente, para k ∈ s, a partir de la distribución binomial Bin(wk, πk).
Es fácil ver que este ajuste bootstrap satisface las condiciones necesarias.

Desafortunadamente, el peso wk por lo general no son números enteros. Para solucionar
este problema, se sugeriere que se extienda este enfoque de pseudo-población replicando B
veces los tres pasos siguientes

1. Se genera aleatoriamente

wrk =

{
bwkc con probabilidad bwkc+ 1− wk
bwkc+ 1 con probabilidad wk − bwkc .

donde bwkc es el número entero más grande menor o igual a wk. Es fácil ver que la
esperanza de wrk es igual a wk.

2. Crear una pseudo-población mediante la replicación de cada unidad wrk veces. El

estimador ŶHT de esta pseudo-población es Ŷ r
HT =

∑
k∈sw

r
kyk.

3. Desde la pseudo-población, generar una muestra bootstrap utilizando el muestreo
Poisson y las probabilidades de selección de primer orden originales.

Los últimos dos pasos del procedimiento anterior equivalen a la generación de los ajustes
bootstrap ark de forma independiente a partir de la distribución binomial Bin(wrk, πk), por
lo que la generación f́ısica de la pseudo-población no es necesaria.

El estimador bootstrap resulta Ŷ r∗
HT =

∑
k∈sw

r∗
k yk, donde wr∗k = wka

r
k y el error boots-

trap es Ŷ r∗
HT − Ŷ r

HT . Podemos ver facilmente que este error se puede reescribir como

Ŷ r∗
HT − Ŷ r

HT =
∑
k∈s

wkyk(a
r
k − πkwrk)

=
∑
k∈s

wkyk(ak − 1)

= Ŷ ∗HT − ŶHT
donde ak = ark + (1− πkwrk).

Es fácil comprobar que el vector bootstrap ak satisface las condiciones necesarias. Des-
afortunadamente ak puede ser negativo para algún k ∈ (1, . . . , n) pero es siempre mayor
que −1.



Caṕıtulo 5

Aplicación a datos reales

Para este Caṕıtulo, a modo de ilustración, tomamos una base de personas del censo 2010
pertenecientes a un aglomerado de una cierta provincia, que por cuestiones de confideciali-
dad no diremos de cual de trata, que tomaremos como nuestro universo de población.

Dicha base consta de 652 registros. Tomaremos como nuestra variable de interés el total
de desempleados, sumando la variable para toda la población tenemos un total de 2478
personas desempleadas y además tomarémos como nuestra variable auxiliar de tamaño la
cantidad de personas en el aglomerado con un total de 66915. A partir de esta población
vamos a ver distintos diseños de muestreo, para luego estimar el total de desempleados
en la población que llamaremos θ y estimar la varianza a partir del método Bootstrap
comparandola con la verdadera varianza del diseño.

A la hora de hacer inferencia a partir de una muestra hay varias cuestiones que uno
debe tener en cuenta, una de ellas es el tipo de diseño y el tamaño de muestra extráıda de
la población, para que se pueda obtener un equilibrio entre el costo y la rapidez del estudio
realizado. Estas cuestiones son necesarias para que los datos obtenidos sean representativos,
es decir, para poder estimar con un cierto nivel de confianza.

La simulación se realizó a partir de funciones implementadas en R, que permiten hacer
la selección según el diseño y el tamaño de muestreo, calcular la varianza real del estimador
y realizar la estimación bootstrap con la cantidad de réplicas deseadas para cada diseño.

En la siguiente tabla, fijado un diseño MAS con reemplazo, iremos variando el tamaño
de muestra y realizaremos la estimación del total de desempleados correspondiente para
1000 réplicas bootstrap.

41
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Tabla 1:Total de desocupados para un diseño MAS cr para distintos tamaños de muestras.

A partir de la Tabla 1 cabe pensar que a mayor tamaño de muestra inicial, fijado el
tamaño de réplicas bootstrap, se obtienen menor coeficiente de variación y menor longitud
del intervalo de confianza de la estimación bootstrap. Claro está que esta tabla fue construida
a partir de una muestra inicial para cada uno de los tamaños.

Sean un parámetro de interés θ, un estimador θ̂ y lasB estimaciones bootstrap
(
θ̂1, . . . , θ̂B

)
.

Llamamos coeficiente de variación bootstrap de la estimación θ̂ a la siguiente expresión

CVB

(
θ̂
)

=

√
V arB

(
θ̂
)

E
(
θ̂
)

donde

V arB

(
θ̂
)

=
1

B

b=1∑
B

(
θ̂b − θ̄

)2

θ̄ =
1

B

b=1∑
B

θ̂b
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Como en nuestro caso conocemos el verdadero valor del parámetro de interés en lugar

de poner en el denominador de la expresión del coeficiente de variación E
(
θ̂
)

ponemos θ.

En lo que sigue verémos un ejemplo de como funciona el método Bootstrap.

Fijemos una muestra MAS con reemplazo y un tamaño de muestra inicial de 100 ele-
mentos de la población. Veamos el método bootstrap para 200 réplicas.

El siguiente gráfico muestra la distribución de las 200 muestras bootstrap junto con dos
rectas que representan el ĺımite inferior y el ĺımite superior del intervalo de confianza de
nivel 95 %.

Gráfico 1: Distribución de las estimaciones para 200 muestras bootstrap.

Ahora veamos una tabla donde se muestra cada una de las 200 muestras bootstrap con
su respectiva estimación
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Tabla 2: Estimación de total de desempleados. b = 200 de una muestra inicial Mas cr, n = 100.
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Luego como resumen de la Tabla 2 tenemos que

Ŷ ∗HT =
1

200

200∑
b=1

Ŷ ∗,bHT = 2152, 93

donde Ŷ ∗,bHT es el estimador Horvitz Thompson evaluado en la b-ésima muestra bootstrap,
entonces el estimador de la varianza bootstrap es

V arB(Ŷ ∗HT ) =
1

200

200∑
b=1

(Ŷ ∗,bHT −
¯̂
Y
∗
HT )2 = 47020, 03

obteniendo un coeficiente de variación de

CVB(Ŷ ∗HT ) =

√
47020, 03

2478
= 0, 09.

Para todos los diseños presentados se realizaron los calculos verdaderos de la varianza
del estimador, salvo para el caso del diseño PPS sr en donde no es posible, a los efectos
prácticos, calcularla. De este modo se procedió a realizar una estimación de la misma a
partir de simulación, donde se realizaron 25000 muestras originales y se calculó el estimador
para cada una de esas muestras y luego su varianza. El siguiente gráfico muestra cual seŕıa
la varianza del estimador hasta la muestra número x (donde x representa el valor en el eje
de las abscisas)

5000 10000 15000 20000 2500047
50

0
48

50
0

49
50

0

x

y1

Gráfico 2: Estimación de la varianza para un diseño PPS sr a partir de 25000 muestras de tamaño n = 100.
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Otro detalle a tener en cuenta al realizar una estimación bootstrap es el tamaño de
réplicas. En la siguiente tabla vemos un resumen de los métodos para diferentes tamaños
de réplicas bootstrap.

Tabla 3: Coeficiente de variación estimado en % para diferentes tamaños de réplicas boostrap.

Ahora fijado el tamaño de la muestra , n = 100, y la cantidad de replicaciones bootstrap,
b = 1000, veamos como se comportan los distintos diseños de muestreo para la estimación
del total de desempleados

Tabla 4: Estimación del total de desempleados , a partir de una muestra de tamaño 100 y 1000 replicaciones

bootstrap para distintos diseños de muestreo.

La Tabla 4 fue realizada a partir de una muestra extráıda de cada diseño, lo cual no
tiene mucha representatibidad a la hora de comparar, por lo que los siguientes gráficos nos
muestran la distribución del coeficiente de variación estimados a partir de 3000 muestras
originales de cada diseño, además mostramos como se distribuyen alrededor del verdadero
coeficiente de variación.

Tabla 5: Coeficiente de variación real en % del total de desocupados a partir de una muestra de tamaño 200 para

los distintos diseños de muestreo.
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Gráfico 3: Distribución del coeficiente de variación bootstrap a partir de 3000 muestras de un diseño MAS sin

reemplazo de tamaño 200.
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Gráfico 4: Distribución del coeficiente de variación bootstrap con variante FC a partir de 3000 muestras de un diseño

MAS sin reemplazo de tamaño 200.
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Gráfico 5: Distribución del coeficiente de variación bootstrap con variante REES a partir de 3000 muestras de un

diseño MAS sin reemplazo de tamaño 200.
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Gráfico 6: Distribución del coeficiente de variación bootstrap a partir de 3000 muestras de un diseño PPS con

reemplazo de tamaño 200.
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Gráfico 7: Distribución del coeficiente de variación bootstrap a partir de 3000 muestras de un diseño PPS sin

reemplazo de tamaño 200.
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Gráfico 8: Distribución del coeficiente de variación bootstrap a partir de 3000 muestras de un diseño Poisson de

tamaño 200.
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A partir de los gráficos vemos que las estimaciones bootstrap del coeficiente de variación
ajustan bien para los diseños Mas con y sin reemplazo y PPS con reemplazo planteados
en este documento, no aśı para el diseño PPS sin reemplazo y para el diseño Poisson.
Recordar que el diseño PPS sin reemplazo se aproximaba bastante bien a un diseño PPS
con reemplazo si la fracción de muestreo es lo suficientemente chica, no es nuestro caso como
muestra el gráfico 7 ya que tenemos n = 200 y N = 652, unas de las posibles soluciones
para este problema seŕıa disminuir el n para poder lograr una fracción de muestreo más
pequeña, que los diseños sean más parecidos y por lo tanto que bootstrap aproxime mejor
en ese caso, pero correŕıamos el riesgo de que al ser una muestra más pequeña deje de ser
representativa a la población. Veamos como se distribuye las estimaciones Bootstrap con
un tamaño de muestra original de n = 100.
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Gráfico 9: Distribución del coeficiente de variación bootstrap a partir de 3000 muestras de un diseño PPS sin

reemplazo de tamaño 100.

Vemos que hay una leve mejoŕıa pero aún no es suficiente para obtener una buena
aproximación bootstrap. En la práctica por lo general se cuenta con una población de
estudio mucho más grande que en este documento, lo que permite jugar un poco más con el
tamaño de muestra original elegido. Para el caso de diseño Poisson veremos en el siguiente
gráfico que la variante generalizada del método Bootstrap soluciona el problema para este
diseño.
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Gráfico 10: Distribución del coeficiente de variación bootstrap Generalizado a partir de 3000 muestras de un diseño

Poisson.

Por lo tanto tenemos que el método Bootstrap generalizado ajusta mucho más para el
caso de un diseño Poisson que el método bootstrap original.



Apéndice A

Funciones en R

Las funciones que se utilizaron para la realización de este trabajo fueron de realización
propia, en lo que sigue se mostrará en código en R.

La primera función realizada es la funcion selecciono, que realiza la selección del diseño
y el tamaño deseado.

library(sampling)

library(pps)

library(TeachingSampling)

library(samplingVarEst)

# data= base de la población

# tipo=tipo de seleccion (MAS, pps, poisson)

# n=tama~no de la muestra

# rep=si 0 no (si es "SI" es con reposición, si es "NO" es sin reposición)

# variable=variable de estudio

# var_tama~no= variable auxiliar de tama~no

selecciono<-function (data, tipo, n, rep, variable,var_tama~no){

N <- NROW(data)

if (tipo=="MAS"){

if (rep=="si"){

# genero la matriz de las probabilidades de inclusión

52
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data$pik<-n/N

#selecciono la muestra

s<-S.WR(N,n)

muestra<-data[s,]

}else{

# genero la matriz de las probabilidades de inclusión

data$pik<-n/N

#selecciono la muestra

s<-S.SI(N,n)

muestra<-data[s,]

}

}

if (tipo=="pps"){

if (rep=="si"){

# genero la matriz de las probabilidades de inclusión

sum<-sum(var_tama~no)

data$pik<-n*var_tama~no/sum

#selecciono la muestra

s<-S.PPS(n,var_tama~no)

muestra<-data[s[,1],]

}else{

# genero la matriz de las probabilidades de inclusión

sum<-sum(var_tama~no)

data$pik<-n*var_tama~no/sum

#selecciono la muestra

s<-UPsystematic(data$pik)

muestra<-getdata(data,s)

}

}

if (tipo=="poisson"){

# genero la matriz de las probabilidades de inclusión
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sum<-sum(var_tama~no)

data$pik<-n*var_tama~no/sum

#selecciono la muestra

s<-S.PO(N,data$pik)

muestra<-data[s,]

}

out<-muestra

invisible(out)

}

La siguiente función realiza para cada diseño de muestreo y el tamaño de la muestra el
cálculo de la verdadera varianza del estimador.

library(sampling)

# data= base de la población

# tipo=tipo de seleccion (MAS, pps, poisson)

# n=tama~no de la muestra

# rep=si 0 no (si es "SI" es con reposición, si es "NO" es sin reposición)

# variable=variable de estudio

# var_tama~no= variable auxiliar de tama~no

var_real<-function (data, tipo, n, rep, variable, var_tama~no){

N <- NROW(data)

if (tipo=="MAS"){

if (rep=="si"){

# varianza real del estimador para este dise~no

var<- (N^2/n)*((N-1)/N)*var(variable)

}else{

# varianza real del estimador para este dise~no
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var<-(N^2/n)*(1-(n/N)) *var(variable)

}

}

if (tipo=="pps"){

if (rep=="si"){

# genero la matriz de las probabilidades de inclusión

sum<-sum(var_tama~no)

data$pik<-n*var_tama~no/sum

# varianza real del estimador para este dise~no

data$pk<-var_tama~no/sum

data$zk<-variable/data$pk

toty<-sum(variable)

data$s<-data$pk*(data$zk-toty)^2

tots<-sum(data$s)

var<-tots/n

}else{

sum<-sum(data$personas)

data$pik<-n*data$personas/sum

# varianza real del estimador para este dise~no

y<-numeric(25000)

for(i in 1:25000){

s<-UPsystematic(data$pik)

muestra<-getdata(data,s)

y[i]<-sum(muestra$desoc*1/muestra$pik)

}

var<-var(y)

x<-seq(1000,25000,by=200)

y1<-numeric(length(x))

for(j in 1:length(x)){

z<-y[0:x[j]]

y1[j]<-var(z)

}

c1<-var-1000

c2<-var+1000

plot(x, y1, type="l",ylim=c(c1,c2),xlim=c(5000,25000))

abline(h=var)

}
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}

if (tipo=="poisson"){

# genero la matriz de las probabilidades de inclusión

sum<-sum(var_tama~no)

data$pik<-n*var_tama~no/sum

# varianza real del estimador para este dise~no

data$tot<-variable*variable*(1/data$pik-1)

var<-sum(data$tot)

data$tot <-NULL

}

out<-var

invisible(out)

}

La siguiente función realiza las muestras bootstrap a partir de la muestra original y el
tamaño de las réplicas, devolviendo el estimador en la muestra original, un vector con las B
estimaciones bootstrap, la varianza bootstrap, el desvio estándar y el intervalo de confianza
bootstrap a partir del percentil.

library(TeachingSampling)

# muestra

# tipo=tipo de seleccion (MAS, pps, poisson)

# rep=si 0 no (si es "SI" es con reposición, si es "NO" es sin reposición)

# variante= fc,rees (solo se toma en cuenta si dise~no=MAS y rep =no)

# n=tama~no de la muestra original

# N=tama~no de la población

# estadistico

# m=tama~no de las muestras boostrap

# b=cantidad de muestras boostrap

# a=nivel de significación del intervalo de confianza (0.05 o 0.10)

# variable=variable de interés
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bootstrap<-function (muestra, tipo, rep, variante, n, N, estadistico, m, b, a, variable){

t <- numeric(b)

muestra$w<-1/muestra$pik

t0<-estadistico(muestra$desoc,muestra$w)

if (tipo=="MAS"){

if (rep=="si"){

for(i in 1:b){

s<-S.WR(n,m)

m_boot<-muestra[s,]

t[i]=estadistico(m_boot$desoc,m_boot$w*n/m)

}

var<-((b-1)/b)*var(t)

sd<-sqrt(var)

a1<-a/2

a2<-1-a/2

C1<-quantile (t, prob = a1)

C2<-quantile (t, prob = a2)

IC<-c(C1,C2)

}else{

if (variante=="fc"){

for(i in 1:b){

s<-S.WR(n,m)

m_boot<-muestra[s,]

t[i]=estadistico(m_boot$desoc,m_boot$w*n/m)

}

var<-(1-n/N)*((b-1)/b)*var(t)

sd<-sqrt(var)

a1<-a/2

a2<-1-a/2

C1<-quantile (t, prob = a1)

C2<-quantile (t, prob = a2)

IC<-c(C1,C2)

}

if (variante=="rees"){
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muestra$y_mean=mean(muestra$desoc)

muestra$var2=muestra$y_mean+sqrt(1-n/N)*sqrt(m/(n-1))*(muestra$desoc-muestra$y_mean)

for(i in 1:b){

s<-S.WR(n,m)

m_boot<-muestra[s,]

t[i]=estadistico(m_boot$var2,m_boot$w*n/m)

}

var<-((b-1)/b)*var(t)

sd<-sqrt(var)

a1<-a/2

a2<-1-a/2

C1<-quantile (t, prob = a1)

C2<-quantile (t, prob = a2)

IC<-c(C1,C2)

}

}

}

if (tipo=="pps"){

for(i in 1:b){

s<-S.WR(n,m)

m_boot<-muestra[s,]

t[i]=estadistico(m_boot$desoc,m_boot$w*n/m)

}

var<-((b-1)/b)*var(t)

sd<-sqrt(var)

a1<-a/2

a2<-1-a/2

C1<-quantile (t, prob = a1)

C2<-quantile (t, prob = a2)

IC<-c(C1,C2)

}

if (tipo=="poisson"){

for(i in 1:b){

s<-S.WR(n,m)

m_boot<-muestra[s,]

t[i]=estadistico(m_boot$desoc,m_boot$w*n/m)

}

var<-((b-1)/b)*var(t)
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sd<-sqrt(var)

a1<-a/2

a2<-1-a/2

C1<-quantile (t, prob = a1)

C2<-quantile (t, prob = a2)

IC<-c(C1,C2)

}

out<-list(t=t, t0=t0, var=var, sd=sd, IC=IC)

invisible(out)

}

Por último la siguiente función realiza las muestras bootstrap generalizadas a partir de
la muestra original con diseño Poisson, devolviendo los B vectores de ajuste, el estimador
en la muestra original, un vector con las B estimaciones bootstrap, la varianza bootstrap,
el desvio estándar y el intervalo de confianza bootstrap a partir del percentil.

# muestra

# b=cantidad de muestras boostrap

# estadistico

# c=nivel de significación del intervalo de confianza (0.05 o 0.10)

bootstrap_generalizado<-function(muestra,b,estadistico,c){

muestra$w<-1/muestra$pik

n1<-NROW(muestra)

t0=estadistico(muestra$desoc,muestra$w)

a<-matrix(0,n1,b)

y<-numeric(b)

sigma_sum<-matrix(0,n1,n1)

sigma_raiz<-matrix(0,n1,n1)

for(i in 1:n1){

sigma_raiz[i,i]<-sqrt(1-muestra$pik[i])

}

unos<-rep(1, n1)
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for(j in 1:b){

a1<-rbinom(n1,1,1/2)

for(i in 1:n1){

if (a1[i]==0) {

a1[i]<- -1

}

}

a[,j]<-unos+sqrt(unos-muestra$pik)*a1

y[j]<-estadistico(muestra$desoc,muestra$w*a[,j])

sigma_sum<-sigma_sum+t(t(a[,j]-unos))%*%(a[,j]-unos)

}

sigma_sum<-sigma_sum/b

var<-(muestra$desoc*muestra$w) %*% (sigma_sum %*% t(t(muestra$desoc*muestra$w)))

sd<-sqrt(var)

a1<-c/2

a2<-1-c/2

C1<-quantile (y, prob = a1)

C2<-quantile (y, prob = a2)

IC<-c(C1,C2)

out<-list(t=y, t0=t0, var=var, sd=sd, a=a, IC=IC)

invisible(out)

}
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