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Capítulo 1IntroducciónEn muchas oportunidades un investigador se interesa en conocercómo el comportamiento de un conjunto de variables impacta sobreotra, entender y describir la posible relación funcional entre lasmismas y a partir de esto, formular un modelo de predicción.Por ejemplo, supongamos que se observan n vectores aleatoriosde la forma (x′
i, yi) 1 ≤ i ≤ n, donde xi = (xi1, ..., xip)

′, es el i-ésimovector de variables explicativas (predictores o independientes) e yison variables de respuesta (o dependientes) y se intenta determinarla relación que existe entre ellas a través de una forma funcional f .Una función natural y simple es la forma lineal, es decir, aquellaen que la respuesta y es una combinación lineal de las p variablesexplicativas, o sea planteamos
yi =

p∑

j=1

xijβj + ui, i = 1, ..., n, (1.1)donde β′ = (β1, ..., βp) son los parámetros desconocidos a ser esti-mados y u′is representan los errores que son variables aleatorias in-dependientes e idénticamente distribuidas (i.i.d.) e independientesde xi. Si el modelo tiene intercept u ordenada al origen, la últi-ma componente de x será un 1. En general, asumimos para todo
i = 1, ..., nML1. E(ui) = 0ML2. Cov(ui, uj) = 0 si i 6= j, y Var(ui) = σ2,3



4 Capítulo 1: Introducciónlo que indica que no existe un aporte sistemático de los errores en elmodelo y se garantiza la ausencia de correlación y la homoscedas-ticidad en los errores. Este modelo, que es conocido como ModeloLineal, es extensamente usado, entre otras razones, por la facilidadde su interpretación ya que al ser aditivo es fácilmente comprensibleel efecto de una variable explicativa sobre la respuesta.Este modelo ha sido ampliamente estudiado y las propiedadesde los estimadores de mínimos cuadrados son bien conocidas bajociertas condiciones de regularidad. Si además, para todo i = 1, ..., n,se cumple queML3. ui ∼ N(0, σ2),el estimador de máxima verosimilitud de β coincide con el de mí-nimos cuadrados y su distribución exacta es conocida, lo que es degran utilidad en la etapa de inferencia cuando se desean realizartests de hipótesis o intervalos de con�anza.Si bien este modelo es muy sencillo, no siempre se ajusta a losdatos. En términos de la esperanza de las variables de respuesta,bajo la hipótesis ML1 el modelo (1.1) puede reescribirse como
E(yi) =

p∑

j=1

xijβj = x′
iβ i = 1, ..., n .Sin embargo, es claro que este supuesto no podrá veri�carse paravariables de respuesta tales como Poisson o Gamma, en las que apriori la esperanza está limitada a tomar valores positivos, mientrasque los predictores lineales x′

iβ no están restringidos, a menos quese impongan restricciones adicionales. Una �exibilización de estemodelo que permite tratar situaciones como las mencionadas, esla generalización que se logra con el Modelo Lineal Generalizado(GLM).En el modelo lineal generalizado, se relaciona la distribución dela variable de respuesta y con la componente sistemática, es decir lascovariables x, a través de una función de enlace H(x) que relacionala esperanza de las respuestas con el predictor lineal, es decir
H(E(yi)) = x′

iβ i = 1, ..., n.



Capítulo 1: Introducción 5El Modelo Lineal Generalizado fue introducido por Nelder y We-dderburn (1974) como una manera de uni�car varios modelos es-tadísticos, incluyendo la regresión lineal, regresión logística y regre-sión de Poisson, bajo un solo marco teórico. En esta tesis, traba-jaremos con un caso particular, que es el de la regresión Gamma.Más precisamente, consideremos la parametrización de una fun-ción de distribución Gamma, denotada por Γ(α, µ), con α > 0 y
µ > 0, con función de densidad dada por

f(z, α, µ) =





αα

µαΓ(α)
zα−1 exp(−(α

µ
)z) si z ≥ 00 si z < 0 .De esta forma, si z es una variable aleatoria con distribución Γ(α, µ),

α es un parámetro de forma, E(z) = µ y Var(z) = µ2

α
.Consideremos el Modelo Lineal Generalizado donde la distribu-ción de la respuesta z dado el vector de covariables x = (x1, x2, ..., xp)

′es Γ(α, µ(x)), de tal forma que
z|x ∼ Γ(α, µ(x)) ,donde log(µ(x)) = x′β y por lo tanto, H(t) = log(t) es la funciónde enlace o link, que relaciona la media de la variable de respuestacon el predictor lineal basado en las variables explicativas. Asumire-mos que el parámetro de forma α no depende de x.Este modelo también puede verse como un modelo lineal conerrores asimétricos. De hecho, si llamamos ε =

z

µ(x)
, esta nuevavariable aleatoria tiene distribución Γ(α, 1), luego de�niendo

y = log(z) y u = log(ε) este modelo puede ser reescrito de la forma
y = x′β + u , (1.2)donde el error u tiene como función de distribución al logaritmode Γ(α, 1), log Γ(α, 1), x y u son independientes y la función dedensidad de u es g(u, α), con

g(u, α) =
αα

Γ(α)
exp(α(u− exp(u))) . (1.3)



6 Capítulo 1: IntroducciónEsta densidad es asimétrica y unimodal, con máximo en 0. El mo-delo dado en (1.2) es llamado Modelo de Regresión Log-Gamma(LGR).Es interesante notar que la densidad (1.3) pertenece a una fa-milia exponencial de la forma
g(u, α) = Q(α) exp(αt(u)), (1.4)con t(u) = u − exp(u). Las distribuciones de esta forma son con-tinuas y con una única moda en u0.Si (x′

1, y1), ..., (x
′
n, yn) es una muestra aleatoria que cumple elmodelo (1.2) con errores ui con densidad de la forma (1.4), el es-timador de máxima verosimilitud de α y de β son los valores quemaximizan la verosimilitud L(a,b) siendo
L(a,b) =

n∏

i=1

g(yi − x′
ib, a) .Como veremos en el Capítulo 3, la maximización de L(a,b) respectode b es equivalente a la minimización de la deviance, que comparael logaritmo de la verosimilitud bajo el modelo saturado con ellogaritmo de la verosimilitud del modelo que estamos considerandoy puede escribirse como

D(a,b) =

n∑

i=1

2 log

(
g(u0, a)

g(yi − x′
ib, a)

)
. (1.5)Si llamamos di(a,b) a la i-ésima componente de la deviance, en-tonces

di(a,b) = 2 log

(
g(u0, a)

g(yi − x′
ib, a)

)Es muy sencillo ver que
di(a,b) = 2a(t(u0)− t(yi − x′

ib)) = 2a d∗(yi,xi,b),donde
d∗(y,x,b) = t(u0)− t(y − x′b) . (1.6)



Capítulo 1: Introducción 7En el caso particular que nos interesa de la distribución log�Gammatenemos que t(u) = u− exp(u) y por lo tanto d∗ resulta
d∗(y,x,b) = −1− (y − x′b) + exp(y − x′b).Luego, el estimador de máxima verosimilitud de β lo podemosobtener como

β̂
ML

n = argmin
b

n∑

i=1

d∗(yi,xi,b).Sin embargo, es bien conocido que en el contexto de los modelosde regresión los estimadores de mínimos cuadrados y de máximaverosimilitud pueden ser severamente afectados por la presenciade datos atípicos. Entre las numerosas propuestas de estimadoresrobustos en el modelo de regresión lineal se destacan los MM -estimadores propuestos por Yohai (1987) que tienen la propiedadde poseer un alto punto de ruptura, a la vez que conservan una altae�ciencia. Como otras propuestas realizadas, ésta tiene la desventa-ja de que cuando la distribución de los errores es asimétrica, tal co-mo es el caso de la distribución log-Gamma, si bien los estimadoresde la pendiente son consistentes, los estimadores de la ordenada alorigen dejan de serlo. En consecuencia, también pueden resultar noconsistentes las estimaciones de funciones paramétricas tales comolas predicciones de la media condicional.En el caso de los modelos lineales generalizados, los estimadoresde máxima verosimilitud son muy sensibles a la presencia de datosanómalos y numerosas propuestas robustas han sido realizadas. Enparticular, para la estimación de los parámetros de una distribuciónGamma, Marazzi y Ru�eux (1996) consideraron el caso de respues-tas i.i.d., Stefanski, Carroll y Ruppert (1986) y Künsch, Stefanskiy Carroll (1989) obtuvieron estimadores de in�uencia acotada óp-timos en el sentido de Hampel para modelos lineales generalizados.Más tarde, Cantoni y Ronchetti (2001) introdujeron estimadoresrobustos basados en el concepto de la cuasi�verosimilitud.



8 Capítulo 1: IntroducciónUna desventaja de todos estos estimadores es que requieren elcómputo de un término de corrección a �n de obtener estimacionesFisher�consistentes.Bianco, García Ben y Yohai (2005) generalizan losMM -estimadoresal caso en que los errores tienen una distribución en la clase delas familias exponenciales del tipo (1.4), que como vimos incluyela distribución log�Gamma. Como veremos, la de�nición de estosestimadores es muy parecida a la de los estimadores originales in-troducidos por Yohai (1987) con la diferencia de que los residuosordinarios son reemplazados por los residuos basados en la deviance.Estos autores muestran que los estimadores propuestos son Fisher�consistentes, derivan su distribución asintótica, calculan su puntode ruptura y muestran que poseen al mismo tiempo alto punto deruptura y alta e�ciencia. Una ventaja de esta generalización de los
MM -estimadores es que no necesitan un término de corrección paraobtener Fisher�consistencia bajo ciertas condiciones de regularidad.El interés del presente trabajo está centrado en proponer tests dehipótesis robustos en el modelo de regresión log-Gamma, problemaque ha recibido mucho menos atención que el de estimación robusta.Sería deseable obtener tests de hipótesis que conserven un nivelestable y mantengan una buena potencia bajo contaminación. Enefecto, los métodos de inferencia, tales como los tests y los intervalosde con�anza, heredan de los procedimientos de estimación en los quese basan su sensibilidad a la presencia de datos atípicos. En estesentido una pequeña proporción de datos atípicos puede afectar se-veramente tanto el nivel como la potencia de los tests derivados.Los trabajos de Heritier y Ronchetti (1994)y Cantoni y Ronchetti(2001) proponen métodos en esta dirección. Heritier y Ronchetti(1994) proponen tests robustos para un modelo paramétrico gene-ral. Por otro lado, Cantoni y Ronchetti (2001), usando la nociónde cuasi�verosimilitud, de�nen versiones robustas de la deviance eintroducen una familia de tests para el problema de selección devariables en modelos lineales generalizados. Asimismo, investiganla estabilidad del nivel asintótico de los procedimientos propuestos.



Capítulo 1: Introducción 9En esta tesis se propone estudiar algunas propiedades asintóti-cas de tests de tipo Wald basados en los MM -estimadores intro-ducidos en Bianco, García Ben y Yohai (2005) y se muestra quebajo la hipótesis nula tiene el mismo comportamiento asintóticoque su equivalente clásico basado en los estimadores de máximaverosimilitud. Mediante un estudio de Monte Carlo se investiga sucomportamiento para muestras �nitas bajo el modelo y bajo con-taminación.La organización de la tesis se describe a continuación. En el Capí-tulo 2 se introducen algunas nociones de robustez y algunos de losestimadores robustos más difundidos para el modelo lineal. En elCapítulo 3 se hace una revisión de los MM -estimadores introduci-dos en Bianco, García Ben y Yohai (2005) y de sus propiedades,así como de algunos aspectos computacionales. En el Capítulo 4 sepresenta el estadístico del test y se derivan sus propiedades asintó-ticas. Finalmente, en el Capítulo 5 se presentan los resultados de unestudio de Monte Carlo y en el Capítulo 6 se analizan dos ejemplosde datos reales.



10 Capítulo 1: Introducción



Capítulo 2Robustez
En Estadística, los métodos clásicos se basan en supuestos fuertessobre la distribución de los datos, tales como la suposición de nor-malidad. Los procedimientos que se obtienen bajo estas hipótesisson óptimos cuando estas suposiciones se cumplen exactamente,pero pueden ser altamente sensibles y muy ine�cientes frente acualquier desviación de las mismas. Una pequeña proporción dedatos atípicos puede alterar las conclusiones obtenidas con estosprocedimientos.Es muy frecuente que en los datos analizados haya unas pocasobservaciones atípicas que pueden deberse a distintas razones, co-mo por ejemplo: a errores en los instrumentos de medición, a lavariación de las condiciones bajo las cuales se obtuvieron los datos,etc. Cuando se usan los métodos clásicos, unos pocos datos atípicos,inclusive uno solo, pueden tener un efecto muy importante en losresultados del análisis estadístico e invalidar las conclusiones. Porejemplo, cuando se ajusta un modelo de regresión lineal, el proce-dimiento óptimo es el de mínimos cuadrados, que es muy sensiblea datos atípicos.La primera salida frente a este problema, fue el desarrollo deprocedimientos para detectar estos datos atípicos y suprimirlos delanálisis. Una vez suprimidos, al resto de los datos se aplicaban losprocedimientos clásicos. 11



12 Capítulo 2: RobustezEl enfoque de la estadística robusta es distinto, ya que reem-plaza la detección y supresión de datos atípicos por el desarrollode procedimientos que son muy poco afectados por la presencia deéstos.En este capítulo mostraremos como conciliar robustez y e�cien-cia, utilizando estimadores que simultáneamente sean altamente ro-bustos cuando las observaciones tienen datos atípicos y altamentee�cientes cuando los errores son normales sin contaminación.Maronna, Martin y Yohai (2006) dan una revisión muy completasobre los temas que desarrollamos en este capítulo.2.1. Modelo de posición y escala2.1.1. Modelo de posiciónSupongamos que tenemos n observaciones de variables x1, ..., xn,que dependen de un parámetro desconocido µ y de ciertos erroresaleatorios. Una expresión matemática simple que describe este pro-ceso, es la que resulta de asumir que dichos errores son aditivos, esdecir:
xi = µ+ ui, 1 ≤ i ≤ n, (2.1)donde los errores, u1, ..., un, son variables aleatorias. Este modeloes llamado modelo de posición. Si las observaciones son el resultadode repeticiones independientes del mismo experimento, podemosasumir que

u1, ..., un tienen la misma función de distribución F0, y sonindependientes.Resulta entonces que x1, ..., xn son variables aleatorias indepen-dientes e idénticamente distribuidas (i.i.d.), con función de distribu-ción
F (x) = F0(x− µ) . (2.2)



Capítulo 2: Robustez 13Un estimador µ̂n es una función de las observaciones µ̂n =

µ̂(x1, ...xn) = µ̂(x). Buscamos estimadores que en algún sentidohagan que µ̂n ≈ µ con alta probabilidad. Una forma de medir estaaproximación es con el Error Cuadrático Medio (MSE)
MSE(µ̂) = E(µ̂− µ)2 .Notemos que si µ̂ es la media muestral y los datos son normales, esteestimador es �óptimo�, es decir, coincide con el estimador de máxi-ma verosimilitud (MLE) y minimiza el MSE sobre los estimadoresinsesgados.Sin embargo, en la mayoría de la aplicaciones prácticas a losumo se puede asegurar que los errores de medición tienen dis-tribución aproximadamente normal. Una forma de caracterizar dis-tribuciones aproximadamente normales es considerar entornos decontaminación de tamaño ε de F , decimos que F es una distribu-ción normal contaminada si
F = (1− ε)G+ εH, (2.3)donde G = N(µ, σ2) y H puede ser cualquier distribución.Se puede ver que aunque ε sea pequeño, la media muestralpuede ser muy ine�ciente, por este motivo, el objetivo es buscarestimadores casi tan �buenos� como lo es la media muestral cuan-do la distribución es exactamente normal, pero que también sean�buenos� en algún sentido cuando F es aproximadamente normal.Si tomamos la mediana como estimador, se puede ver que elbene�cio de la robustez obtenido se paga con una pérdida en e�-ciencia bajo la distribución normal. Por esta razón, se han desarro-llado estimadores que combinen la alta e�ciencia de la media bajonormalidad con la robustez de la mediana bajo contaminación.2.1.2. M-estimadores de posiciónDescribiremos una familia de estimadores que contienen a la me-dia y a la mediana como casos especiales.



14 Capítulo 2: RobustezConsideremos el modelo (2.1) y asumamos que F0 tiene funciónde densidad f0 = F ′
0. Luego, la densidad conjunta de las observa-ciones (función de verosimilitud) es

L(x1, ..., xn; t) =
n∏

i=1

f0(xi − t) .El estimador de máxima verosimilitud (MLE) de µ es aquel valorque maximiza la función de verosimilitud, es decir
µ̂n = argmax

t
L(x1, ..., xn; t) .Si f0 es positiva,

µ̂n = argmin
t

n∑

i=1

ρ(xi − t) , (2.4)con
ρ = − log f0 .Si ρ (función de pérdida) es derivable, derivando (2.4) con respectoa t, obtenemos

n∑

i=1

ψ(xi − µ̂n) = 0 , (2.5)con ψ = ρ′ (función de score).Observemos que para ρ(x) = x2/2 obtenemos µ̂n = x comosolución de (2.4) y en el caso de ρ = |x| se puede ver que cualquiermediana será solución de esa ecuación.Dada una función de pérdida ρ, un M-estimador de posiciónes una solución de (2.4). Nosotros estudiaremos estimadores de es-ta forma, que no necesariamente tienen que ser MLE para algunadistribución.Si ψ es monótona no decreciente y continua, con ψ(−∞) < 0 <
ψ(∞), se puede probar que (2.4) y (2.5) siempre tienen solución.Si además, ψ estrictamente creciente, la solución es única.



Capítulo 2: Robustez 15Es fácil ver que los M -estimadores son equivariantes por trasla-ciones (µ̂(x1 + c, ..., xn + c) = µ̂(x1, ..., xn) + c), aunque en gene-ral no son equivariantes por cambios de escala (µ̂(cx1, ..., cxn) =

|c|µ̂(x1, ..., xn)), como lo son la media y la mediana.Para evaluar el rendimiento de los M -estimadores, es necesariocalcular su distribución. Asumiendo que ψ es creciente, de�nimos
µ = µ(F ) como la solución de

EFψ(x− t) = 0.Se puede ver que elM -estimador µ̂n es consistente a µ, su distribu-ción aproximada es N (µ, v
n

), y la varianza asintótica es
v =

EF0
(ψ(x− µ)2)

(EF0
ψ′(x− µ))2

.Notemos que bajo el modelo (2.2) v no depende de µ, es decir
v =

EF0
(ψ(x)2)

(EF0ψ
′(x))2

.De�nimos la e�ciencia asintótica de µ̂n como
Eff(µ̂) =

vMLE

v
,siendo vMLE la varianza asintótica del estimador de máxima vero-similitud.A modo de ejemplo, un tipo de funciones ρ de particular impor-tancia es la familia de funciones de Huber :

ρ(x) =





x2 si |x| ≤ k

2k|x| − k2 si |x| > k .



16 Capítulo 2: RobustezLos M -estimadores que corresponden a los casos límite k → ∞y k → 0 son la media y la mediana, respectivamente. El valor de kes elegido en función de la e�ciencia asintótica deseada. En gene-ral, se consideran funciones de pérdida que satisfacen la siguientede�nición.De�nición 2.1 Decimos que una función es una ρ-función, si ve-ri�ca:R1. ρ(x) es una función no decreciente de |x|.R2. ρ(0) = 0R3. ρ(x) creciente para x > 0 y tal que ρ(x) < ρ(∞)R4. Si ρ es una función acotada, entonces, ρ(∞) = 1

M-estimadores redescendientesUn tipo muy usado de funciones ρ son las pertenecientes a lafamilia bicuadrada dada por
ρ(x) =





1−
[
1− (xk)

2
]3 si |x| ≤ k

1 si |x| > k

(2.6)LosM -estimadores que resultan de usar una función ρ bicuadrada,serán llamados �M -estimadores redescendientes� y resultan ser másresistentes ante la presencia de grandes datos atípicos.2.1.3. Estimadores de dispersiónLa forma tradicional de medir la variabilidad de un conjunto dedatos x = [x1, ..., xn] es con el desvío estándar (SD)
SD(x) =

[
1

n− 1

n∑

i=1

(xi − x)2

]1/2
.Para cualquier constante c el SD satisface las condiciones de in-variancia por traslaciones y equivariancia por cambios de escala

SD(x+ c) = SD(x), SD(cx) = |c|SD(x). (2.7)



Capítulo 2: Robustez 17Un estadístico que satisface las condiciones (2.7) se llama estimadorde dispersión.Como el desvío standard SD es muy poco robusto, una alterna-tiva puede ser la media de desviaciones absolutas (MD)
MD(x) =

1

n

n∑

i=1

|xi − x|,que también es sensible a outliers, pero lo es menos que el SD.Podemos notar que ambos estadísticos utilizan la media (esto esnecesario para lograr la invariancia por traslaciones), pero por estemotivo son tan sensibles a datos atípicos.Una alternativa robusta es utilizar la mediana en lugar de lamedia, resultando la mediana de desviaciones absolutas (MAD)
MAD(x) = Med(|x−Med(x)|).2.1.4. M-estimadores de escalaConsideremos el modelo multiplicativo

xi = σui , (2.8)donde u1, ..., un son variables i.i.d con densidad f0 y σ > 0 es elparámetro desconocido.La función de densidad de cada xi será
1

σ
f0(

x

σ
).El estimador de máxima verosimilitud de σ en (2.8) es

σ̂n = argmax
s

1

sn

n∏

i=1

f0

(xi
s

)
.Tomando logaritmo y derivando respecto a s, obtenemos

1

n

n∑

i=1

ρ
(xi
s

)
= 1 ,



18 Capítulo 2: Robustezdonde ρ(t) = tψ(t) con ψ = −f ′
0/f0.En general, llamaremos M-estimador de escala a aquel esti-mador que satisfaga una ecuación de la forma:

1

n

n∑

i=1

ρ
(xi
s

)
= δ , (2.9)donde ρ es una ρ- función y δ es una constante positiva.Es fácil veri�car que unM -estimador es equivariante por cambiode escala, es decir σ̂(cx) = cσ̂(x) ∀c > 0, y si ρ es par σ̂(cx) =

|c|σ̂(x) ∀c.Para valores de n grande, la sucesión de estimadores (2.9) con-verge a
Eρ

(x
σ

)
= δ.2.1.5. M-estimadores de posición con escala desconocidaComo aclaramos previamente, en general los estimadores de�nidosen (2.4) no son equivariantes por cambio de escala, lo cual implicaque los resultados pueden depender de las unidades de medida.Para �jar ideas, supongamos que queremos estimar µ en el mo-delo (2.1) donde F está dada por (2.3), con G = N(µ, σ2).Si σ fuera conocido, sería natural dividir por σ en (2.1) y reducirel problema al caso σ = 1, lo cual implica estimar µ por

µ̂n = argmin
t

n∑

i=1

ρ

(
xi − t

σ

)
.Es fácil veri�car que la distribución aproximada de µ̂n así de�nidoes N(µ, v/n) con

v = σ2 E(ψ((x− µ)/σ)2)

(E(ψ′((x− µ)/σ)))2
.Para obtener unM -estimador de posición, que sea equivariante porcambio de escala, una idea intuitiva es usar

µ̂n = argmin
t

n∑

i=1

ρ

(
xi − t

σ̂n

)
, (2.10)



2.2. MODELO DE REGRESIÓN LINEAL CON PREDICTORES FIJOS 19donde σ̂n es un estimador de dispersión computado previamente.Dado que σ̂n estima la escala de los residuos, es intuitiva la necesi-dad de que sea robusto. Es fácil veri�car que µ̂n así de�nido resultaequivariante por cambio de escala. Dado que σ̂n no depende de µ,(2.10) implica que µ̂n satisface
n∑

i=1

ψ

(
xi − µ̂n
σ̂n

)
= 0,Una alternativa a esta forma de estimación, es considerar unmodelo de posición-dispersión, con dos parámetros desconocidosy estimarlos simultáneamente (detalles de esto pueden verse enMaronna, Martin y Yohai, 2006), pero en general, la estimacióncon cómputo previo del parámetro de dispersión, suele ser más ro-busta que la estimación simultánea.2.2. Modelo de regresión lineal con predictores�josSupongamos que se tienen n observaciones de la forma (xi1, ..., xip, yi),donde xi1, ..., xip son variables predictoras (covariables o variablesindependientes) e yi es una variable de respuesta (o variable depen-diente). Asumimos que se cumple el siguiente modelo lineal

yi =

p∑

j=1

xijβj + ui, i = 1, ..., n,donde β1, ..., βp son los parámetros desconocidos a ser estimados y
u′is son variables aleatorias i.i.d (los �errores�), que no dependen de
x′
is.En esta sección consideramos a (xi1, ..., xip) no aleatorios, �jos,es decir, determinados antes de realizar el experimento.Llamando xi y β al vector columna p-dimensional con coorde-nadas (xi1, ..., xip)′ y (β1, ..., βp)

′, respectivamente, el modelo puedeser escrito de la siguiente forma
yi = x′

iβ + ui . (2.11)



20 Capítulo 2: RobustezSi llamamos X a la matriz de n × p con elementos xij e y y u alos vectores con elementos yi y ui, respectivamente, el modelo linealpuede ser escrito en forma matricial como
y = Xβ + u. (2.12)2.2.1. M-estimadoresSupongamos que se cumple el modelo (2.12), donde ui tiene den-sidad

1

σ
f0

(u
σ

)siendo σ el parámetro de escala. En el modelo lineal (2.12), las y′isson independientes pero no idénticamente distribuidas, de hechocada yi tiene densidad
1

σ
f0

(
yi − x′

iβ

σ

)

y por lo tanto, la función de verosimilitud para β, asumiendo �joel valor de σ es
L(b) =

1

σn

n∏

i=1

f0

(
yi − x′

ib

σ

)
.Calcular el MLE maximizando L(b) es equivalente a encontrar β̂ntal que

β̂n = argmin
b

1

n

n∑

i=1

ρ0

(
ri(b)

σ

)
+ log σ ,donde ρ0 = − log f0. Derivando respecto a b obtenemos la ecuaciónequivalente

n∑

i=1

ψ0

(
ri(b)

σ

)
xi = 0,donde ψ0 = ρ′o = −f ′

0/f0.



Capítulo 2: Robustez 21Dada una función de pérdida ρ que satisface la De�nición 2.1,de�nimos un M-estimador de regresión como
β̂n = argmin

b

n∑

i=1

ρ

(
ri(b)

σ̂n

)
, (2.13)donde σ̂n es un estimador de escala.Derivando respecto a b, obtenemos

n∑

i=1

ψ

(
ri(b)

σ̂n

)
xi = 0, (2.14)donde ψ = ρ′. Esta última ecuación, no tiene que ser necesariamentela ecuación de un MLE.Asumimos que la matrizX tiene rango completo. En el caso par-ticular en que σ es conocido, se puede veri�car que elM -estimadores equivariante por regresión, traslaciones y cambios de escala.Las soluciones de (2.14) con ψ monótona (respectivamente re-descendiente), son llamadas M-estimadores monótonos de regre-sión (respectivamente redescendientes).Las soluciones de (2.14) son soluciones de (2.13), y más aún,si ψ es estrictamente creciente, la solución es única. En el casode regresión, al igual que para los M-estimadores de posición re-descendientes, estos, a diferencia de los M-estimadores monótonostienen un mejor balance entre e�ciencia y robustez. Por este motivo,en general, utilizaremos un M-estimador monótono como puntoinicial necesario para computar un M-estimador redescendiente.Asumiendo que se cumple el modelo (2.11), con u tal que

Eψ

(u
σ

)
= 0 (2.15)y bajo condiciones de regularidad, β̂n es consistente a β y además

√
n(β̂n − β)

D−→ Np(0, v(X
′X)−1)



22 Capítulo 2: Robustezdonde v esta dado por
v = σ2 E(ψ((u/σ)2))

(E(ψ′(u/σ)))2
. (2.16)Una demostración general esta dada por Yohai y Marona (1979).2.3. Modelo de regresión lineal con predictoresaleatoriosEn esta sección consideramos n vectores aleatorios i.i.d. (x′

i, yi)de dimensión p, que satisfacen el modelo
yi = x′

iβ + ui.Las u′is son i.i.d. e independientes de las x′
is.El análogo de asumir que X tiene rango completo, es asumir quela distribución de las x no se concentra en ningún subespacio, esdecir, P (a′x = 0) < 1 ∀a 6= 0.Bajo estas condiciones, suponiendo que las x′

is tienen varianza�nita, que σ̂n es consistente a σ, y que se cumple (2.15), se puedeprobar que el estimador β̂ de�nido en (2.13) es consistente y asin-tóticamente normal, más aún
√
n(β̂n − β)

D−→ Np(0, vV
−1
x ),donde Vx = E(xx′) y x tiene la misma distribución que las cova-riables xi y v fue de�nido en (2.16).2.3.1. MM-estimadoresComputar un M -estimador requiere encontrar el mínimo abso-luto de

L(b) =

n∑

i=1

ρ

(
ri(b)

σ̂n

)
. (2.17)Cuando ρ es acotada suele ser una tarea sumamente difícil, exceptopara p = 1 ó 2. Sin embargo, se puede probar que es su�ciente en-contrar un �buen� mínimo local para alcanzar simultáneamente alto



Capítulo 2: Robustez 23punto de ruptura y alta e�ciencia bajo la distribución normal. Estemínimo local se obtiene a partir de un punto de partida �able y deaplicar el algoritmo iterativo de mínimos cuadrados reponderados(IRWLS).Este estimador inicial también se utilizará para calcular un es-timador de escala robusto, necesario para de�nir el M -estimador,y es necesario que éste se pueda calcular sin necesidad de una es-cala previa. Los estimadores que tienen estas características, sonllamados S-estimadores, y los estudiaremos en la próxima sección.Yohai (1987) de�nió un MM -estimador, como el resultado delos siguientes pasos:1. Computar un estimador inicial β̂0 consistente, con alto puntode ruptura, aunque posiblemente de baja e�ciencia.2. Computar una escala robusta σ̂n de los residuos ri(β̂0).3. Encontrar una solución β̂n de (2.17), para ρ acotada, usandoun procedimiento iterativo comenzando con β̂0.De este procedimiento, se obtiene un estimador que simultánea-mente tiene alto punto de ruptura y alta e�ciencia.Daremos algunos detalles que deben tenerse en cuenta:El estimador inicial β̂0 debe ser de regresión, escala y trans-formaciones afínes, lo que asegura que estas propiedades setrasladen al MM -estimador.El estimador de escala σ̂n debe ser un M -estimador que satis-faga
n∑

i=1

ρ0

(
ri(β)

σ̂

)
= 0.5.Esto garantiza que el punto de ruptura de σ̂n es 0.5.Debemos usar dos funciones ρ y ρ0 diferentes, y cada una debeser una ρ-función acotada.



24 Capítulo 2: RobustezRecordemos que los mínimos locales de L(b) satisfacen (2.14).Para ρ satisfaciendo ρ0 ≥ ρ, Yohai (1987) demostró que si β̂n estal que
L(β̂n) ≤ L(β̂0),entonces β̂n es consistente. También se puede mostrar que el puntode ruptura no es menor que el de β̂0. Además, si β̂n es una soluciónde (2.14), entonces tiene la misma e�ciencia que el mínimo global.Por lo tanto, no es necesario encontrar el mínimo absoluto de (2.17)para garantizar un alto punto de ruptura y alta e�ciencia.2.3.2. S-estimadoresSea σ̂n = σ̂n(r(b)) un estimador robusto de escala equivariantebasado en los residuos

r(b) = (r1(b), ..., rn(b)).Luego, un estimador de regresión, puede ser de�nido como
β̂n = argmin

b

σ̂n(r(b)). (2.18)Estos estimadores resultan equivariantes por regresión, traslacionesy cambios de escala.Un caso particular de (2.18) es cuando σ̂(r) es un M -estimadorde escala de�nido para cada r por la solución de
n∑

i=1

ρ0

(
ri
σ̂n

)
= δ,donde ρ0 es una ρ-función acotada. El estimador que resulta en estecaso de (2.18) es llamado S-estimador (Rousseeauw y Yohai, 1984).Cuando computamos un estimador inicial β̂0 para un MM -estimador, es muy recomendable usar una ρ perteneciente a la fa-milia bicuadrada.Desafortunadamente, un S-estimador con una función ρ suave,no tiene simultáneamente alto punto de ruptura y alta e�ciencia,pero es de gran utilidad para ser utilizado como estimador inicialnecesario para obtener un MM -estimador.



Capítulo 3Estimación en el Modelo deRegresión Log�GammaSea (x′
1, y1), ..., (x

′
n, yn) una muestra aleatoria que cumple elmodelo LGR, es decir cumple el modelo (1.2) con errores ui condensidad de la forma (1.3) y moda en 0. Como vimos en el Capítu-lo 1, el estimador de máxima verosimilitud de β lo podemos obtenerminimizando la función deviance introducida en (1.5). De hecho

argmax
b

n∏

i=1

g(yi − x′
ib, α) = argmax

b

n∑

k=1

[log(g(yi − x′
ib, α))]o equivalentemente,

argmin
b

n∑

i=1

[− log(g(yi−x′
ib, α))] = argmin

b

n∑

i=1

[log g(0, α)−log(g(yi−x′
ib, α))],con lo cual

β̂ML
n = argmin

b

n∑

i=1

d∗(yi,xi,b) ,donde d∗ de�nida en (1.6) no depende del parámetro de forma α,pero sí depende su distribución.Sea (x′, y) un vector aleatorio que tiene la misma distribuciónque los vectores de la muestra aleatoria, es decir cumple el modelo(1.2) con errores u cuya densidad es de la forma (1.3). Luego, si
E(xx′) es no singular

√
n(β̂

ML

n − β)
D−→ N

(
0,

1

α0
E(xx′)−1

)
. (3.1)25



26 Capítulo 3: Estimación en el Modelo de LGRSin embargo, como se mencionó en la Introducción, en este modelolos estimadores de máxima verosimilitud son muy sensibles a lapresencia de datos atípicos.Si intentáramos aplicar directamente algunas de los estimadoresrobustos propuestos para el modelo de regresión lineal, encontraríamosla desventaja de que, al ser la distribución log�Gamma asimétri-ca, si bien los estimadores de la pendiente son consistentes, losestimadores de la ordenada al origen no lo son. En consecuencia,también pueden resultar no consistentes las estimaciones de algu-nas funciones paramétricas, tales como las predicciones de la mediacondicional.Por esta razón , es necesario desarrollar estimadores ad hoc parael modelo LGR. Bianco, García Ben y Yohai (2005) extienden los
MM -estimadores al caso en que los errores tienen una distribu-ción en la clase de las familias exponenciales del tipo (1.4), queincluye la distribución log�Gamma. La de�nición de estos esti-madores es semejante a la de los estimadores originales introduci-dos por Yohai (1987) con la diferencia de que los residuos ordi-narios son reemplazados por los residuos basados en la deviance.LosMM -estimadores que proponen dichos autores resultan Fisher�consistentes y poseen a la vez alto punto de ruptura y alta e�ciencia.A continuación se presenta la generalización de losMM -estimadoresy algunas de sus propiedades más relevantes. La demostración de losresultados enunciados puede verse en Bianco, García Ben y Yohai(2005).3.1. M-estimadoresDe�nimos un M -estimador de β como

β̂
M

n = argmin
b

n∑

i=1

ρ

(√
d∗(yi,xi,b)

ĉn

)
, (3.2)donde ĉn es un estimador de una constante de calibración c0 (�tun-ing� constante) que depende de la muestra (x′

i, yi), 1 ≤ i ≤ n.



Capítulo 3: Estimación en el Modelo de LGR 27Asumimos que la función de pérdida ρ satisface la siguientecondiciónA1.i) ρ(0) = 0.ii) Si α = sup ρ(u), entonces 0 < α <∞.iii) Si 0 ≤ u < v, ρ(u) ≤ ρ(v).iv) ρ es diferenciable.v) Si ρ(u) < α y 0 ≤ u < v, luego ρ(u) < ρ(v).En el caso del modelo (1.2) el M -estimador de�nido en (3.2) esFisher-consistente, es decir, para cualquier α, β y c0
β = argmin

b

Eα,β

[
ρ

(√
d∗(yi,xi,b)

c0

)]
.Esta propiedad fue probada para el caso de errores con función dedensidad f0 que satisfacen la siguiente condiciónB. La densidad f0 es estrictamente unimodal, continua y

f0(t) > 0 ∀t.Es fácil veri�car que la función de densidad de una variablealeatoria con distribución log Γ(α, 1) satisface la propiedad ante-rior.Otra forma de de�nir losM -estimadores es a través de la ecuaciónen derivadas. Sean
ψ(t) = ρ′(t), w(t) =

ψ(t)

t
,y de�namos lor residuos r(yi,xi,β) = yi−x′

iβ. Luego, derivando en(3.2), resulta que elM -estimador β̂M

n satisface la siguiente ecuación
n∑

i=1

ψ




√
d∗(yi,xi, β̂

M

n )

ĉn




(1− exp(r(yi,xi, β̂
M

n )))√
d∗(yi,xi, β̂

M

n )

xi = 0



28 Capítulo 3: Estimación en el Modelo de LGRo equivalentemente
n∑

i=1

w




√
d∗(yi,xi, β̂

M

n )

ĉn


 (1− exp(r(yi,xi, β̂

M

n )))xi = 0 . (3.3)Para obtener la distribución asintótica de β̂M

n , es necesario suponerlas siguientes dos condiciones adicionalesA2. ρ es dos veces continuamente diferenciable y existe m talque si |u| ≥ m entonces ρ(u) = sup ρ.A3. E(||x||2) < ∞, donde || || es la norma l2 y E(xx′) es nosingular.La normalidad asintótica del M -estimador está dada por el si-guiente teorema.Teorema 3.1 Sean (x′
1, y1), ..., (x

′
n, yn) vectores aleatorios que sa-tisfacen el modelo LGR con parámetros α y β, y asumamos quese cumplen las condiciones A1- A3. Sea β̂n una sucesión de es-timadores que satisface (3.3) y, además, β̂n

c.s→ β . Si ĉn p→ c0,luego
√
n(β̂n − β)

D−→ N

(
0,

B(ψ, α, c0)

(A(ψ, α, c0))2
E(xx′)−1

)
,donde

A(ψ, a, c) = Ea

[
w′

(√
h(u)

c

)
(1− eu)2

2c
√
h(u)

+ w

(√
h(u)

c

)
eu

] (3.4)
B(ψ, a, c) = Ea

[
w2

(√
h(u)

c

)
(1− eu)2

]
, (3.5)con u variable aleatoria log Γ(a, 1) y

h(u) = −u+ eu − 1. (3.6)Observación 3.1 : E(eu) = 1.



Capítulo 3: Estimación en el Modelo de LGR 29Notemos que el estimador de máxima verosimilitud β̂
ML

n es un
M -estimador con función de pérdida ρMV = u2. Es inmediato ve-ri�car que

B(ψMV , α, c0)

(A(ψMV , α, c0))2
=

1

α
.De este resultado se desprende que la e�ciencia asintótica del M -estimador, para el modelo LGR, respecto del estimador de máximaverosimilitud está dada por

ARE(ψ, α, c0) =
1

α

(A(ψM , α, c0))
2

B(ψM , α, c0)
.Supongamos que además de veri�carse A1-A3, se cumple lasiguiente condición adicionalA4. ψ(0) = 0 , ψ′(0) > 0 , ψ′′(0) = 0 ,que implica que ρ(u) se comporta aproximadamente como u2 en unentorno del 0. En ese caso, es posible demostrar que

ĺım
c→∞

ARE(ψ, α, c) = 1.Notemos que como generalmente ARE(ψ, α, c) es creciente y con-tinua como función de c, podemos elegir c = Cef(α) para obtenerla e�ciencia deseada. El valor Cef(a) se de�ne comoARE(ψ, a, Cef(a)) = ef .Observemos que la elección de un valor c para que el M -estimadortenga e�ciencia ef , implica estimar α. ElMM -estimador que de�nire-mos más adelante incluye un estimador para α y por lo tanto Cef(α)podrá ser estimado y así el MM -estimador será calibrado paraobtener la e�ciencia deseada.



30 Capítulo 3: Estimación en el Modelo de LGR3.2. S-estimadoresComo hemos visto en la sección anterior, para calibrar el M -estimador, es necesario un estimador inicial del parámetro de forma
α. Para esto computaremos un estimador inicial de β, por mediode un S-estimador.Para cada valor b, sea sn(b) elM -estimador de escala de√d∗(yi,xi,b)dado por

n∑

i=1

ρ

(√
d∗(yi,xi,b)

sn(b)

)
= δ ,donde ρ satisface A1. Para obtener un estimador con alto punto deruptura, tomamos δ = 1

2 sup ρ.El S-estimador de β para el modelo LGR, se de�ne por
β̃n = argmin

b

sn(b) (3.7)y el correspondiente estimador de escala
ŝn = mı́n

b

sn(b) . (3.8)De�nimos el valor asintótico de sn(b), como el valor s(α,b,β) talque
E
α,β

[
ρ

(√
d∗(y,x,b)

s(α,b,β)

)]
= δEs fácil veri�car que s(α,b,β) = s(α,b− β, 0) = s∗(α,b− β).Los siguientes teoremas prueban la consistencia de Fisher y con-sistencia fuerte de los S-estimadores.Teorema 3.2 Sea (x′, y) un vector aleatorio que satisface el mo-delo LGR con parámetros α y β y asumamos que ρ satisface A1.Luego, el S-estimador es Fisher-consistente, es decir

β = argmin s∗(α,b− β) .



Capítulo 3: Estimación en el Modelo de LGR 31Llamemos S∗(a) = s∗(a, 0), luego
Ea

[
ρ

(√
h(u)

S∗(a)

)]
= δ, (3.9)donde h(u) fue de�nida en (3.6) y u sigue una distribución log Γ(a, 1).Para obtener el próximo resultado será necesario suponer unahipótesis adicionalA5.P (x′θ = 0) < 1/2 ∀θ ∈ R

p , θ 6= 0.Teorema 3.3 Sean (x′
1, y1), ..., (x

′
n, yn) vectores aleatorios indepen-dientes que satisfacen el modelo LGR con parámetros α y β yasumamos que se satisfacen las propiedades A1-A3 y A5. Luego,(a) el S-estimador β̃n de�nido en (3.7) es fuertemente consistentepara β.(b) el S-estimador de escala ŝn de�nido en (3.8) es fuertementeconsistente para S∗(α).Observemos que el S-estimador de�nido en (3.7) cumple

β̃n = argmin
b

n∑

I=1

ρ

(√
d∗(yi,xi,b)

sn(b)

)

y por esta razón también es un M -estimador, de aquí que su dis-tribución asintótica esté dada por el Teorema 3.1, con c0 = S∗(α).Usaremos la parte (b) del Teorema 3.3 para de�nir un estimadorrobusto para α. Para ello, necesitaremos el siguiente resultado.Teorema 3.4 Supongamos que la función ρ satisface A1, entoncesla función S∗(a) : (0,∞) −→ (0,∞) de�nida en (3.9) veri�ca(i) S∗ es continua y estrictamente decreciente.(ii) ĺım
a→0

S∗(a) = ∞(iii) ĺım
a→∞

S∗(a) = 0.



32 Capítulo 3: Estimación en el Modelo de LGREl Teorema 3.4 implica que S∗(a) es suryectiva, y por lo tanto,podemos computar la inversa de S∗, la cual llamaremos S∗−1.Como vimos anteriormente ŝn es un estimador consistente para
S∗(α), con lo cual, bajo las condiciones del Teorema 3.3, un esti-mador consistente para α será

α̂n = S∗−1(ŝn).Finalmente, una medida de la robustez de un estimador es elpunto de ruptura. Podemos de�nir de manera informal al puntode ruptura, como la menor proporción de outliers que llevan alestimador a romperse, es decir que puede tomar un valor más alláde cualquier límite y en ese sentido deja de ser informativo.Trabajaremos con la versión de punto de ruptura para muestras�nitas introducida por Donoho y Huber (1983).Sea Z una muestra de n elementos, Z = {z1, . . . , zn}, zi =
(x′

i, yi), xi ∈ R
p, yi ∈ R.Sea Zm el conjunto de todas las muestras Z∗ = {z∗1, ..., z∗n}, talque #{i : z∗i = zi} = n − m, es decir, el conjunto de todas lasmuestras con n−m elementos en común con Z.Dado un estimador β̂n del parámetro de regresión, sean
bm(Z, β̂n) = sup{‖β̂n(Z

∗)‖, Z∗ ∈ Zm}y
m∗ = ı́nf{m : bm(Z, β̂n) = ∞} .Luego, el punto de ruptura �nito (FSBDP) de β̂n en Z es ε∗(Z, β̂n) =

m∗/n.En nuestro caso, el estimador de escala ŝn toma valores entrecero e in�nito, por este motivo podemos de�nir dos FSBDP, uno acero y otro a in�nito de la siguiente forma
b+m(Z, ŝn) = sup{ŝn(Z∗), Z∗ ∈ Zm}, b−m(Z, ŝn) = ı́nf{ŝn(Z∗), Z∗ ∈ Zm},y
m∗ = mı́n{m : b+m(Z, ŝn) = ∞}, m∗∗ = mı́n{m : b−m(Z, ŝn) = 0}.



3.3. MM-ESTIMADORES 33Luego, el FSBDP de ŝn a in�nito es ε∗(Z, ŝn) = m∗/n y el FSBDPa cero es ε∗∗(Z, ŝn) = m∗∗/n.Observemos que el parámetro α también toma valores entre ceroe in�nito, por lo cual podemos de�nir para α̂n dos FSBDP, al igualque hicimos con ŝn.Diremos que el conjunto Z está en posición general si las cova-riables correspondientes a cualquier subconjunto de p observacionesson linealmente independientes. Bianco, Garcia Ben y Yohai (2005)probaron que si Z está en posición general y δ = 1
2 sup ρ, paravalores de n grandes, los FSBDP de β̃n y ŝn son cercanos a 0.5.3.3. MM-estimadoresLos MM -estimadores para el modelo LGR son una extensiónnatural de losMM -estimadores introducidos por Yohai (1987) pararegresión ordinaria.Supongamos que se quiere un estimador con e�ciencia ef . Luego,el MM -estimador se de�ne en los siguientes tres pasos:Paso 1. Computamos un S-estimador β̃n y su correspondienteestimador de escala ŝn, tomado δ = 1

2 sup ρ.Paso 2. Computamos α̂n = S∗−1(ŝn) y
ĉn = máx(ŝn, Cef(α̂n)) = máx(ŝn, Cef(S

∗−1(ŝn)))Paso 3. El MM -estimador se de�ne como un mínimo local
β̂n de Rn(b), donde

Rn(b) =
n∑

i=1

ρ

(√
d∗(yi,xi,b)

cn(b)

)
,satisfaciendo Rn(β̂n) ≤ Rn(β̃n).



34 Capítulo 3: Estimación en el Modelo de LGRObservación 3.2 : Cuando ρ pertenece a la familia de funcionesbicuadradas dadas en (2.6), se puede mostrar numéricamente que
Cef(S

∗−1(s)) > s y en ese caso,
ĉn = máx(ŝn, Cef(S

∗−1(ŝn))) = Cef(S
∗−1(ŝn)).En la práctica, en el primer paso computamos un S-estimadoraproximado mediante submuestras de conjuntos elementales, pro-puesto por Rousseeuw y Leroy (1987). En el tercer paso, computa-mos β̂n usando el algoritmo iterativo de mínimos cuadrados repon-derados, comenzando por el estimador β̃n calculado en el Paso 1.La descripción de estos dos algoritmos la daremos en la siguientesección.Como vimos en la sección anterior, la elección de δ = 1

2
sup ρen el primer paso garantiza que β̃n y α̂n tengan FSBDP cercanoa 0.5 para cualquier muestra en posición general. Bianco, GarciaBen y Yohai (2005) demostraron que la cota inferior del punto deruptura �nito hallada para el S-estimador también lo es para el

MM -estimador.El siguiente Teorema nos da la distribución asintótica del MM -estimador.Teorema 3.5 Sean (x′
1, y1), ..., (x

′
n, yn) vectores aleatorios indepen-dientes que satisfacen el modelo LGR con parámetros α y β yasumamos que se satisfacen las propiedades A1-A4. Luego, la suce-sión β̂n de MM-estimadores satisface

√
n(β̂n − β)

D−→ N

(
0,

B(ψ, α, c0)

(A(ψ, α, c0))2
E(xx′)−1

)donde A(ψ, α, c) y B(ψ, α, c) están dados por (3.4) y (3.5) respec-tivamente y c0 = máx{s∗(α), Cef(α)}.De acuerdo con el resultado anterior obtenemos que la e�cienciaasintótica de β̂n está dada porARE(ψ, α, c0) ≥ ef .



3.4. ASPECTOS COMPUTACIONALES 35Por lo tanto, el MM -estimador β̂n tiene simultáneamente puntode ruptura �nito cercano a 0.5 para muestras en posición general ye�ciencia asintótica mayor o igual a ef .3.4. Aspectos computacionalesSupongamos que queremos un MM -estimador con e�ciencia efy punto de ruptura 0.5 para el parámetro β del modelo LGR. Em-pezamos calculando la función S∗(a) y Cef(a) numéricamente. Paraesto, primero computamos estas funciones sobre una grilla y luegocalculamos suavizados basado en splines para computarlas en to-do punto, como estas funciones no dependen de la muestra, seráncalculadas una única vez.El procedimiento para computar unMM -estimador para el mod-elo LGR es similar al usado para regresión ordinaria (Yohai, 1987).El estimador inicial β̃n es un S-estimador aproximado basado en
N submuestras aleatorias de tamaño p, este método será explicadoen detalle más abajo.Una vez obtenido el estimador β̃n y su correspondiente ŝn, cal-culamos α̂n = S∗−1(ŝn) y ĉn = máx(ŝn, Ce(α̂n)).Para obtener el M -estimador �nal, usaremos el método de mí-nimos cuadrados pesados iterados, que describimos a continuación.De acuerdo a la ecuación (3.3) el M -estimador β̂M

n satisface
n∑

i=1

w




√
d∗(yi,xi, β̂

M

n )

ĉn


 (1− exp(r(yi,xi, β̂

M

n )))xi = 0 ,

multiplicando y dividiendo cada término por r(yi,xi, β̂Mn ), obtene-mos que esta ecuación es equivalente a
n∑

i=1

w∗
i (yi − x′

iβ̂
M

n )xi = 0,



36 Capítulo 3: Estimación en el Modelo de LGRdonde los pesos w∗
i estan dados por

w∗
i = w




√
d∗(yi,xi, β̂

M

n )

ĉn




(1− exp(r(yi,xi, β̂
M

n )))

r(yi,xi, β̂
M

n )El procedimiento de IRWLS, que depende de un parámetro de to-lerancia ε, es el siguiente1. Computar un estimador inicial β̂0 de β (en nuestro caso será
β̃n) y un estimador de c, ĉ0.2. Para k = 0, 1, 2.... :(a) Dados β̂k, computar ri,k = yi − xiβ̂k y w∗

i,k(b)Computar β̂k+1 resolviendo
n∑

i=1

w∗
i,k(yi − x′

ib)xi = 0.3. Parar cuando ||β̂k+1 − β̂k||/||β̂k|| < εRespecto al método de submuestreo recordemos que para encon-trar un S-estimador, debemos resolver
β̃n = argmin

b

sn(b) ,con sn(b) tal que
n∑

i=1

ρ

(√
d∗(yi,xi,b)

sn(b)

)
= δ .Para encontrar un mínimo aproximado a esta ecuación, computare-mos una gran cantidad N de conjuntos candidatos y reemplazare-mos la minimización sobre todos los b ∈ R
p por la minimizaciónsobre este gran conjunto �nito.Para computar las soluciones posibles, tomamos submuestras detamaño p de la forma:

{(x′
i, yi) : i ∈ J}, J ⊂ {1, ..., n}, #(J) = p.



Capítulo 3: Estimación en el Modelo de LGR 37Para cada J obtenemos el valor de b que ajusta los p puntos. Luego,el problema de minimizar sobre todos los b ∈ R
p, es reemplazadopor el problema de minimizar sobre J .Elegir todas las (np) submuestras, puede ser demasiado grande,es por esto que tomamos N de ellas al azar: {Jk : k = 1, ..., N} yobtenemos los estimadores β̃1, ..., β̃N y sus correspondientes esti-madores de escala ŝ1, ..., ŝN . Luego, el S-estimador aproximado es

β̃n = βi0, donde si0 = mı́n(si, 1 ≤ i ≤ N).La elección del valor deN es similar al caso de regresión ordinariay es tratado en Rousseeuw y Leroy (1987).
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Capítulo 4Test de Tipo Wald en el Modelode Regresión Log�Gamma
4.1. Estadístico de WaldUna de las herramientas más utilizadas en inferencia estadísticaes la de test de hipótesis, que es un método de decisión que permiteelegir de manera formal entre dos opciones que conciernen a ladistribución de una población.Enfocaremos el problema de testear bajo el modelo LGR de�nidoen (1.2), hipótesis de tipo

H0 : β = β0 vs. H1 : β 6= β0 .Como en regresión lineal, es frecuente que las hipótesis involucrensólo a q de los p parámetros. Sea β′ = (β′
(1),β

′
(2)), β̂′

= (β̂
′
(1), β̂

′
(2))y x′ = (x′

(1),x
′
(2)), donde β(1) ∈ R

q y β(2) ∈ R
p−q. Los resulta-dos que presentaremos podrán extenderse a situaciones en las queinteresa testear hipótesis de la forma

H∗
0 : β(1) = β(1),0 β(2) sin especi�car.Una forma natural de testear H0 es por medio de un estadís-tico de tipo Wald, que mide la discrepancia entre el estimador β̂y el valor del parámetro bajo la hipótesis nula, usando la formacuadrática

(β̂ − β0)
′Σ̂−1(β̂ − β0), (4.1)39



40 Capítulo 4: Test de Tipo Wald en el Modelo LGRdonde Σ̂ es un estimador consistente de la matriz de covarianza de
β̂. Como vimos en el capítulo anterior, una forma de estimar β espor medio del estimador clásico basado en el método de máximaverosimilitud. Sin embargo, los procedimientos de inferencia basa-dos en este método heredan su sensibilidad a datos atípicos; enefecto, una pequeña proporción de estos puede afectar severamentetanto el nivel como la potencia de los tests derivados. Por esta razón,es necesario buscar métodos más resistentes. El propósito en estesentido es doble ya que es deseable obtener tests de hipótesis quebajo contaminación conserven tanto un nivel estable como una altapotencia. Como fue mencionado en la Introducción, los trabajos deHeritier y Ronchetti (1994) y Cantoni y Ronchetti (2001) investi-gan en esta dirección. Heritier y Ronchetti (1994) proponen testsrobustos para un modelo paramétrico general. Por otro lado, Can-toni y Ronchetti (2001), usando la noción de cuasi�verosimilitud,de�nen versiones robustas de la deviance e introducen una fami-lia de tests para el problema de selección de variables en modeloslineales generalizados.En este capítulo se propone estudiar algunas propiedades asintó-ticas de tests de tipo Wald basados en losMM -estimadores descrip-tos en el Capítulo 3 y se muestra que bajo la hipótesis nula tienen elmismo comportamiento asintótico que su equivalente clásico, basa-do en los estimadores de máxima verosimilitud.4.2. Comportamiento asintóticoPara poder establecer la región crítica de un test del tipo (4.1),necesitamos las distribuciones muestrales de los estadísticos involu-crados.En esta sección estudiaremos el comportamiento asintótico delestadístico de un test del tipo (4.1) basado en los estimadores delos parámetros, tanto para el caso clásico como el robusto.



Capítulo 4: Test de Tipo Wald en el Modelo RLG 414.2.1. Estadístico clásicoSean (x′
1, y1), ..., (x

′
n, yn) vectores independientes que satisfacenel modelo LGR. Como vimos en el Capítulo 3, cuando E(xx′) esde�nida positiva, el estimador de máxima verosimiltid β̂

ML

n tienedistribución asintótica dada por (3.1), donde la matriz de covarian-za asintótica es de la forma
Σ =

1

α
E(xx′)−1.El siguiente teorema establece el comportamiento del estadístico deWald basado en el estimador clásico de β.Teorema 4.1Sean (x′

1, y1), ..., (x
′
n, yn) vectores independientes que satisfacenel modelo LGR. Sea Σ̂n una sucesión consistente de estimadores de

Σ, la matriz de covarianza asintótica de β̂
ML

n . Luego,i) Bajo H0 : β = β0, n(β̂ML

n − β0)
′

Σ̂−1
n (β̂

ML

n − β0)
D−→ χ2

pii) Bajo H1 : β 6= β0, n(β̂ML

n − β0)
′

Σ̂−1
n (β̂

ML

n − β0)
p−→ ∞, paracualquier β �jo.Demostración.i) La demostración es inmediata a partir de (3.1) y del hecho deque Σ̂n

p−→ Σ.ii) Sea
nDML(β0, Σ̂n) = n(β̂

ML

n − β0)
′Σ̂−1

n (β̂
ML

n − β0)

= n(β̂
ML

n
− β

0
)′Σ̂−1

n
(β̂

ML

n
− β + β − β

0
)

= n(β̂
ML

n − β0)
′Σ̂−1

n (β̂
ML

n − β) + n(β̂
ML

n − β0)
′Σ̂−1

n (β − β0)

= n(β̂
ML

n
− β + β − β

0
)′Σ̂−1

n
(β̂

ML

n
− β) + n(β̂

ML

n
− β

0
)′Σ̂−1

n
(β − β

0
)

= nDML(β, Σ̂n) + n(β − β0)
′Σ̂−1

n (β̂
ML

n − β) + n(β̂
ML

n − β0)
′Σ̂−1

n (β − β0)



42 Capítulo 4: Test de Tipo Wald en el Modelo LGRcomo Σ̂−1
n es simétrica,

nDML(β0, Σ̂n) = nDML(β, Σ̂n) + n(β̂
ML

n
− β + β̂

ML

n
− β0)

′Σ̂−1

n
(β − β0) .Luego, por un lado, nDML(β, Σ̂n)

D→ χ2
p es un término posi-tivo con probabilidad tendiendo a uno y por otro lado, usandoque Σ̂n y β̂

ML

n son estimadores consistentes, tenemos que
(β̂

ML

n −β+β̂
ML

n −β0)
′Σ̂−1

n (β−β0)
p→ (β−β0)

′Σ−1(β−β0) > 0,con lo cual nDML(β0, Σ̂n)
p→ ∞.Notemos que el resultado anterior requiere de un estimador con-sistente de la matriz de covarianza asintótica de β̂ML

n , que involucraal parámetro de forma α, por lo tanto será necesaria su estimación.Dado α̂ un estimador consistente de α, podríamos estimar a Σmediante
Σ̂n =

1

α̂

{
1

n

n∑

i=1

xix
′
i

}−1

,que por la Ley de los Grandes Números y la continuidad será con-sistente.Una posible forma de estimar a α es mediante el método de losmomentos, tal como describimos a continuación.Dada z = (z1, ..., zn) una colección de variables aleatorias inde-pendientes tales que zi ∼ Γ(α, µi), de�namos las variables
yi =

zi
µi

− 1. Es fácil ver que
E(yi) = 0, Var(yi) = 1

α
yE(y2i ) = Var(yi) .El estimador de momentos de α puede hallarse igualando el se-gundo momento de yi con el segundo momento muestral, es decirplanteando

1

α
= E(y2i ) = Eα

[(
zi
µi

− 1

)2
]
=

1

n

n∑

i=1

(
zi
µi

− 1

)2

,



Capítulo 4: Test de Tipo Wald en el Modelo RLG 43por lo tanto
1

α̂n
=

1

n

n∑

i=1

(
zi
µi

− 1

)2

.Es sencillo veri�car, por la Ley de los Grandes Números, que α̂n re-sulta consistente y el mismo resultado es válido si µi es estimado enforma consistente. Esto último puede lograrse en el caso de regresiónestimando a µi mediante µ̂i = exp
(
x′
iβ̂

ML

n

), y suele reemplazarseel factor 1/n por 1/n− p, obteniendo
1

α̂n
=

1

n− p

n∑

i=1

(
zi
µ̂i

− 1

)2

.4.2.2. Estadístico robustoConsideremos β̂n una sucesión de MM -estimadores tal comofueron de�nidos por el algoritmo de tres pasos en la Sección 3.3. ElTeorema 3.5 establece que la distribución asintótica de los MM -estimadores β̂n es normal con matriz de covarianza
B

A2
E(xx′)−1 ,donde A y B están dados por

A = Ea

[
w′
(√

h(u)

c

)
(1− eu)2

2c
√
h(u)

+ w

(√
h(u)

c

)
eu

]

B = Ea

[
w2

(√
h(u)

c

)
(1− eu)2

]
,y c0 = máx{s∗(α), Cef(α)}. Por lo tanto, el estadístico de Waldbasado en β̂n para testear

H0 : β = β0 vs. H1 : β 6= β0 ,será
nD(β0, Σ̂n) = n(β̂n − β0)

′

Σ̂−1
n (β̂n − β0) .



44 Capítulo 4: Test de Tipo Wald en el Modelo LGRDados Ân y B̂n, estimadores consistentes deA y B respectivamente,por la Ley de los Grandes Números, Σ puede ser estimado en formaconsistente por medio de
Σ̂n =

B̂n

Â2
n

{
1

n

n∑

i=1

xix
′
i

}−1

.Una forma natural de estimar a A y B es usando sus versionesmuestrales, es decir reemplazando el valor esperado por el promediomuestral como sigue
Ân =

1

n

n∑

k=1

[
w′
(√

h(uk)

ĉn

)
(1− euk)2

2ĉn
√
h(uk)

+ w

(√
h(uk)

ĉn

)
euk

]

B̂n =
1

n

n∑

k=1

[
w2

(√
h(uk)

ĉn

)
(1− euk)2

]
.Nuestro primer objetivo será demostrar que los estimadores de

A y B propuestos son consistentes. Para ello, usaremos el siguienteresultado que corresponde al Lema 4.2 de Yohai (1987).Lema 4.2 (Yohai, 1987) Sea g : Rk × R
h → R continua ysea Q una una función de distribución sobre R
k tal que para algún

δ > 0 se tiene
E

[
sup

|c−c0|≤δ
|g(u, c)|

]
<∞ .Sea λ̂m una sucesión de estimadores en R
h tal que ĺımm→∞ λ̂m =

λ0 . Si z1, z2, ..., zn, son variables i.i.d en R
k con distribución Q,tenemos que

ĺım
n→∞

1

n

n∑

k=1

g(zi,λn) = EQ[g(z,λ0)].Asumiremos además la siguiente hipótesis para demostrar la con-sistencia de los estimadores de A y BA6. ψ satisface que tψ′(t) ≤ ψ(t) y además η(t) =
w′(t)

t
esacotada.



Capítulo 4: Test de Tipo Wald en el Modelo RLG 45Observación 4.1 : la primera condición dada en A6 garantizaque w(t) sea monótona decreciente y la segunda condición contro-la el decrecimiento de w′. Ambas condiciones son satisfechas, porejemplo, por la función bicuadrada de Tukey.La siguiente proposición prueba la consistencia de los estimadorespropuestos.Proposición 4.1 Sean (x′
1, y1), ..., (x

′
n, yn) vectores independientesque satisfacen el modelo LGR. Si se cumplenA1-A4 yA6 y además

ĉn
p−→ c0, entonces(a) Ân

p−→ A(b) B̂n
p−→ B .Demostración.(a) Por el Lema 4.2 en Yohai (1987), basta ver que

E

[
sup

|c−c0|≤δ
|g(u, c)|

]
< ∞para

g(u, c) = w′
(√

h(u)

c

)
(1− eu)2

2c
√
h(u)

+ w

(√
h(u)

c

)
eu.Para ver que la esperanza de la suma está acotada, veamosque la esperanza de cada sumando lo está.Sea c0 − δ < c < c0 + δ, luego 1

c2 <
1

(c0−δ)2 . Usando A2 y A6tenemos que
∃m tal que |η(t)| = |w′(t)/t| ≤ ‖η‖∞I(|t| < m) y por lo tanto,
sup

|c−c0|≤δ

∣∣∣∣∣w
′

(√
h(u)

c

)
(1− eu)2

2c
√
h(u)

∣∣∣∣∣ ≤ ‖η‖∞
(1− eu)2

2(c0 − δ)2
sup

|c−c0|≤δ

[I(∣∣∣∣∣√h(u)

c

∣∣∣∣∣ < m

)]

≤ ‖η‖∞
(1− eu)2

2(c0 − δ)2
sup

|c−c0|≤δ

[I(0 <√h(u) < mc
)]

≤ ‖η‖∞
(1− eu)2

2(c0 − δ)2
[I (0 < h(u) < (m(c0 + δ))2)

]
.



46 Capítulo 4: Test de Tipo Wald en el Modelo LGRComo h(u) = −u+ eu− 1, entonces h′(u) = −1+ eu = 0 si ysólo si u = 0. Teniendo en cuenta que h′′(u) = eu > 0, resultaque h alcanza su valor mínimo, es decir 0, cuando u = 0 yademás, se concluye que h(u) es convexa. En consecuencia,existen a < 0 y b > 0 tales que
sup

|c−c0|≤δ

∣∣∣∣∣w
′
(√

h(u)

c

)
(1− eu)2

2c
√
h(u)

∣∣∣∣∣ ≤ ‖η‖∞
(1− eu)2

2(c0 − δ)2
I(a < u < b)y tomando esperanza obtenemos que

E

[
sup

|c−c0|≤δ

∣∣∣∣∣w
′

(√
h(u)

c

)
(1− eu)2

2c
√
h(u)

∣∣∣∣∣

]
<∞Veamos que el segundo sumando está acotado.Por A2 w(t) está acotada, luego

sup
|c−c0|≤δ

∣∣∣∣∣w
(√

h(u)

c

)
eu

∣∣∣∣∣ ≤ ‖w‖∞eutomando esperanza y usando la Observación 3.1, podemos con-cluir que
E

[
sup

|c−c0|≤δ

∣∣∣∣∣w
(√

h(u)

c

)
eu

∣∣∣∣∣

]
≤ ‖w‖∞(b) Sea ahora

g(u, c) = w

(√
h(u)

c

)
(1− eu) .A6 implica que w es monótona decreciente, entonces tenemos

sup
|c−c0|≤δ

∣∣∣∣∣w
(√

h(u)

c

)
(1− eu)

∣∣∣∣∣ ≤
∣∣∣∣∣w
( √

h(u)

(c0 − δ)

)
(1− eu)

∣∣∣∣∣
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∣∣∣∣∣w
( √

h(u)

(c0 − δ)

)
(1− eu)

∣∣∣∣∣ ≤ ‖w‖∞I(0 < √
h(u)

(c0 − δ)
< m

)
(1−eu) .Nuevamente, razonando como en a), concluimos que existen

a′ < 0 y b′ > 0 tales que
sup

|c−c0|≤δ

∣∣∣∣∣w
(√

h(u)

c

)
(1− eu)

∣∣∣∣∣ ≤ ‖w‖∞(1− eu)I(a′ < u < b′),y tomando esperanza podemos concluir
E


 sup
|c−c0|≤δ

(
w

(√
h(u)

c

)
(1− eu)

)2

 <∞En el siguiente Teorema mostramos la distribución asintótica delestadístico de Wald robusto bajo la hipótesis nula y una alternativa�ja.Teorema 4.2Sean (x′

1, y1), ..., (x
′
n, yn) vectores independientes que satisfacenel modelo LGR. Si se cumplen A1-A4 y A6 y además, β̂n

c.s−→ βy Σ̂n
p−→ Σ, entoncesi) Bajo H0 : β = β0, n(β̂n − β0)

′

Σ̂−1
n (β̂n − β0)

D−→ χ2
pii) Bajo H1 : β 6= β0, n(β̂n − β0)

′

Σ̂−1
n (β̂n − β0)

p−→ ∞, paracualquier β �jo.Demostración.i) La demostración es inmediata a partir del Teorema (3.5) y delhecho de que Σ̂n es un estimador consistente de Σ.ii) Al igual que para el caso del estadístico clásico, tenemos que
nD(β0, Σ̂n) = n(β̂n − β0)

′Σ̂−1
n (β̂n − β0)

= nD(β, Σ̂n) + n(β̂n − β + β̂n − β0)
′Σ̂−1

n (β − β0)



48 Capítulo 4: Test de Tipo Wald en el Modelo LGRPor un lado, nD(β, Σ̂n)
D→ χ2

p, por lo tanto este término espositivo , con probabilidad tendiendo a uno. Además, usandola consistencia de Σ̂n y de β̂n y el hecho de que Σ es una matrizde�nida positiva, obtenemos que
(β̂n−β+ β̂n−β0)

′Σ̂−1
n (β−β0)

p→ (β−β0)
′Σ−1(β−β0) > 0,con lo cual nD(β0, Σ̂n)

p→ ∞Como se mencionó anteriormente, en algunas situaciones esta-mos interesados en estudiar el impacto de q covariables sobre lavariable de respuesta y. En ese caso, queremos hacer inferencia sólosobre algunas de las componentes del parámetro de regresión β. Esdecir, nos interesará testear hipótesis de la forma
H∗

0 : β(1) = β(1),0 β(2) sin especi�car .Si queremos testear H∗
0 podemos usar el estadístico

nD1(β(1), Σ̂11) = n(β̂(1) − β(1),0)
′Σ̂−1

11 (β̂(1) − β(1),0), (4.2)donde Σ̂−1
11 es la submatriz de Σ̂n de tamaño q× q, correspondientea las coordenadas de β̂(1).De forma análoga al Teorema 4.2, se puede demostrar el siguienteteorema, que establece la distribución asintótica del estadístico deltest propuesto.Teorema 4.3Sean (x′

1, y1), ..., (x
′
n, yn) vectores independientes que satisfacenel modelo LGR, asumimos que se cumplen A1-A4 y A6, β̂n

p−→ βy Σ̂n una sucesión consistente de estimadores de Σ. Luego,i) Bajo H∗
0 : β(1) = β(1),0, nD1(β(1),0, Σ̂11)

D−→ χ2
qii) Bajo H∗

1 : β(1) 6= β(1),0, nD1(β(1),0, Σ̂11)
p−→ ∞, para cualquier

β(1) �jo.



Capítulo 4: Test de Tipo Wald en el Modelo RLG 49A partir de los Teoremas 4.2 y 4.3 concluimos que para testear lashipótesis nulas vistas con un nivel nominal τ , tenemos los siguientestest consistentesrechazo H0 : β = β0 si nD(β0, Σ̂n) > χ2
p,τ ,y rechazo H∗

0 : β(1) = β(1),0 si nD1(β(1),0, Σ̂11) > χ2
q,τ .
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Capítulo 5SimulacionesPara estudiar el comportamiento del test propuesto y poder com-pararlo con el test clásico, realizamos un estudio de simulación,analizando estabilidad en el nivel y en la potencia frente a mues-tras contaminadas y sin contaminar.5.1. NivelPara el estudio de nivel, generamos 5000 muestras independien-tes de tamaños n = 200, n = 100 y n = 50, con p = 3, es decirintercept y dos covariables.Las covariables x′
i = (x1i, x2i) fueron generadas con distribuciónnormal multivariada, sin pérdida de generalidad fue elegida como

N2(0, I2) con 0′ = (0, 0) e I2 la matriz identidad en R
2×2, ya que elestimador es afín-equivariante. La variable de respuesta yi satisfaceel modelo LGR

yi = β1x1i + β2x2i + β3 + ui, i = 1, ...n, (5.1)donde ui tiene distribución log Γ(α, 1), y β′
0 = (0, 0, 0). Considera-mos como valores del parámetro de forma, α = 1, 3 y 5. Denotare-mos C0 al caso sin contaminación.

51



52 Capítulo 5: SimulacionesBajo contaminación, trabajamos con muestras de tamaño n =

100 y contaminamos con distintas proporciones de outliers: 1%,
3% y 5%. Llamaremos C1, C3, C5 a los casos contaminados conuno, tres y cinco outliers, respectivamente. En las muestras origi-nales generadas según el modelo (5.1), introdujimos por reemplazooutliers de la forma (x10, x20, y0), cuyo efecto depende de la magni-tud x210+x220. Por esta razón, sin pérdida de generalidad, los puntosanómalos fueron tomados siguiendo el patrón (x0, 0, mx0), donde
m es la pendiente de contaminación de la primera variable inde-pendiente. Con el �n de generar puntos atípicos de diferente gradode severidad, elegimos distintos leverage: x0 = 1, 3 y 5 y diferentespendientes m=0.5,1,1.5,2,2.5,3.Para poder entender el efecto del parámetro de forma α sobrelos outliers generados, mostramos las Figuras 5.1 y 5.2.
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Figura 5.1: La muestra original se representa con ′o′ y el outlier con ′∗′ .
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Figura 5.2: La muestra original se representa con ′o′ y el outlier con ′∗′ .Observemos como para un mismo tipo de outliers el efecto queeste produce sobre la muestra se incrementa al aumentar el valor de
α, es decir, el mismo outlier aumenta su grado de severidad, cuando
α toma valores más grandes.En la de�nición del estimador dada en (3.3) utilizamos comofunción w

w(x) =





6
k2

(
1− (xk)

2
)2 si |x| ≤ k0 si |x| > k

(5.2)basada en la función ρ bicuadrada de Tukey, con constante decalibración k = 1. Tomamos e�ciencia asintótica para el MM -estimador e = 0.9.



54 Capítulo 5: SimulacionesEl número de submuestras utilizado en el algoritmo para calcularel S-estimador inicial es 500.La hipótesis nula considerada fue H0 : β = β0, con β′
0 =

(0, 0, 0). Denotaremos DR y DML a los estadísticos de los test detipo Wald robusto y clásico, respectivamente.El nivel de signi�cación nominal es τ = 5%.
• Caso sin contaminarEn el Cuadro 5.1 se presentan las frecuencias de rechazo obser-vadas bajo H0 para distintos tamaños de muestra n = 50, 100 y

200.
α = 1 α = 3 α = 5n DML DR DML DR DML DR50 0.0872 0.1202 0.0708 0.1148 0.0796 0.1238100 0.0766 0.0752 0.0606 0.0774 0.0618 0.0804200 0.0620 0.0648 0.0534 0.0586 0.0544 0.0626Cuadro 5.1: Frecuencia observada de rechazo bajo H0 en el caso C0, τ = 5%.Al estudiar el nivel del test clásico y el propuesto, observamosque las frecuencias de rechazo en ambos casos son cercanas al valornominal τ = 5%.El test clásico da muy buenos resultados para cualquiera de losvalores de n considerados, mientras que el test propuesto se acercaal nivel nominal a partir de n = 100.

• Caso contaminadoEn las Figuras 5.3, 5.4 y 5.5 se muestran las frecuencias de re-chazo obtenidas bajo H0 variando la pendiente m de los outlierscuando se utilizan el test clásico y el robusto bajo los esquemasde contaminación C1, C3 y C5, respectivamente, para los distintosvalores de α y x0 considerados. Con ′o′ se representan las frecuencias



5.1. NIVEL 55obtenidas con el test robusto y con ′∗′ las obtenidas con el casoclásico; con la línea segmentada se representa el valor nominal τ =0.05.
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mFigura 5.3: Frecuencia observada de rechazo bajo H0 en el caso C1, τ = 5%, ′o′ casorobusto y ′∗′ el caso clásico.En la Figura 5.3, se puede ver que para α = 1, x0 = 1, ambos testdan buenos resultados, obteniéndose una frecuencia de rechazo muycercana al valor teórico, aún para valores de pendiente m grandes.Para ese mismo valor de x0 y valores de α mayores, ambos testmantienen los buenos resultados; cabe destacar que para valores de
m grandes el test clásico nunca rechaza.Para x0 = 3, el test clásico sólo es informativo para m = 0.5, sepuede ver que el nivel del test es afectado por la presencia de outliersde leverage moderado (caso m = 1, m = 1.5), ya que la frecuenciade rechazo es alta, y para outliers de leverage alto, pasa a tener



56 Capítulo 5: Simulacionesfrecuencia de rechazo cero. De esta forma podemos concluir que eltest clásico tiene un comportamiento errático aún frente a un solooutlier. Todos estos comportamientos empeoran cuando α aumenta.Por otro lado, el test propuesto muestra muy buenos resultados entodos los casos.Para x0 = 5, para el test basado en el estimador de máximaverosimilitud se observan los mismos problemas mencionados parael caso x0 = 3. El test propuesto, en cambio, muestra en generalbuenos resultados, salvo para el caso α = 1 y m = 0.5 debido a queen este caso el dato atípico reemplazado es intermedio y el test nopuede identi�carlo como valor anómalo.
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mFigura 5.4: Frecuencia observada de rechazo bajo H0 en el caso C3, τ = 5%, ′o′ casorobusto y ′∗′ el caso clásico.La Figura 5.4 muestra que al contaminar con un 3% de outlierscon x0 = 1, el test clásico mantiene un nivel aceptable para outlierscon pendiente m pequeña, pero la frecuencia de rechazo aumenta



5.1. NIVEL 57hacia 1 a medida que la pendiente crece para todos los valores de
α considerados.Para x0 = 1, el test propuesto muestra en todos los casos unafrecuencia de rechazo bajo H0 próxima al valor nominal, mostrán-dose muy estable bajo la contaminación C3.En el caso de x0 = 3, para α = 1 y α = 3, para m = 0.5, eltest propuesto muestra cierta inestabilidad, seguramente asociadaal hecho de que los outliers introducidos son de difícil detección yaque son de baja atipicidad, como puede verse en los grá�cos 5.1 y5.2.Cuando x0 = 5 se observan los mismos comportamientos quepara x0 = 3, pero para α ≥ 3, el robusto mantiene un nivel estable.
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mFigura 5.5: Frecuencia observada de rechazo bajo H0 en el caso C5, τ = 5%, ′o′ casorobusto y ′∗′ el caso clásico.



58 Capítulo 5: SimulacionesLas conclusiones a partir de Figura 5.5 son similares a las ante-riores.En gran parte de los casos estudiados para α = 3 y 5, las pen-dientes m = 1 y m = 1.5 representan las situaciones más críticaspara el test clásico, mientras que el test propuesto muestra una granestabilidad de nivel.5.2. PotenciaEl propósito de esta sección es estudiar la potencia alcanzadapor el test clásico y el propuesto en muestras de tamaño moderado,tanto contaminadas como sin contaminar.En este estudio de simulación generamos 5000 muestras inde-pendientes de tamaño n = 100, con p = 3, es decir intercept ydos covariables siguiendo el esquema sin contaminación C0 y losesquemas de contaminación C1, C3 y C5 introducidos en la secciónanterior correspondientes al caso de pendiente m = 1.Para el estudio de potencia las respuestas yi se generaron segúnel modelo LGR dado por
yi = β1x1i + β2x2i + β3 + ui, i = 1, ..., 100, (5.3)donde ui tiene distribución log Γ(α, 1) y β′ = (0, 0, 0)+ (0, δ√

100
, 0)para valores de δ=0, 0.5, 1, 1.5, 2, 3, 4 y 5.La hipótesis nula considerada fue H0 : β = β0, con β′

0 =
(0, 0, 0).

• Caso sin contaminarEn el Cuadro 5.2 y la Figura 5.6 se muestran las frecuenciasobservadas de rechazo en el caso C0, cuando el nivel nominal es
τ = 5%. Los dos tests tienen un comportamiento similar paramuestras sin contaminar para los tres valores del parámetro de for-ma α considerados. Notamos que ambos tests son más potentes amedida que crece el valor de α.
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δ 0 0.5 1 1.5 2 3 4 5

α = 1
DMV 0.077 0.093 0.152 0.253 0.388 0.710 0.924 0.988
DR 0.075 0.099 0.154 0.245 0.368 0.665 0.895 0.982

α = 3
DMV 0.061 0.116 0.298 0.573 0.827 0.994 1 1
DR 0.077 0.126 0.293 0.549 0.803 0.987 1 1

α = 5
DMV 0.062 0.145 0.439 0.794 0.966 1 1 1
DR 0.080 0.157 0.423 0.764 0.947 0.999 1 1Cuadro 5.2: Frecuencia observada de rechazo en el caso C0, τ = 5%
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δFigura 5.6: Frecuencia observada de rechazo en el caso C0, τ = 5%.
• Caso contaminadoAl igual que en el estudio de nivel de la Sección 5.1, los out-liers fueron tomados de la forma (x0, 0, mx0) para valores de x0 =

1, x0 = 3 y x0 = 5, y en este caso �jamos la pendiente m = 1.Los resultados son reportados en las Figuras 5.7 a 5.9. En todasellas la frecuencia observada de rechazo se representa mediante un
′o′ para el test robusto y un ′∗′ para el clásico; la línea punteada



60 Capítulo 5: Simulacionesrepresenta el nivel nominal 5%.
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C1, el test clásico rechaza un 40% de las veces bajo la hipótesisnula, como puede apreciarse en la Figura 5.7. Este comportamientoempeora aún más cuando α crece y cuando aumenta el porcentajede contaminación, como se observa en los Figuras 5.8 y 5.9, corres-pondientes a los esquemas de contaminación C3 y C5, respectiva-mente. En efecto, la potencia del test clásico da constantemente 1para x0 = 3 tanto bajo C3 como bajo C5, mostrando que el testclásico es no informativo en estas situaciones. Por el contrario, en



5.2. POTENCIA 63todos estos casos el test robusto conserva una potencia similar a laobtenida en muestras sin contaminar.Para x0 = 5, la función de potencia del test clásico es igual a1 para cualquier valor de δ, incluso bajo la hipótesis nula, por lotanto no es informativo, mientras que la potencia del test propuestoes muy estable.Es decir, para los casos en que x0 = 3 y x0 = 5, el test clásicoes no informativo en tanto rechaza siempre, mientras que el testpropuesto, si bien puede alejarse levemente del valor teórico ba-jo la hipótesis nula en algunos casos, muestra buenos resultadosmostrando que no se ve afectado por la presencia de datos atípicos.
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Capítulo 6Ejemplos
6.1. Datos de Feigl y ZelenLa leucemia mielógena aguda (LMA) es un cáncer de la médulaósea y la sangre que se caracteriza por el crecimiento incontroladode los glóbulos blancos inmaduros conocidos como mielocitos. Estaenfermedad es más común en los adultos que en los niños, con unpromedio de edad al momento del diagnóstico inicial de más de 65años.Feigl y Zelen (1965) dan el tiempo de supervivencia en semanasdesde el diagnóstico inicial de 33 pacientes que murieron a causade esta enfermedad. Para cada paciente, disponen de informaciónadicional sobre dos covariablesWBC: el recuento de glóbulos blancosAG: una variable factor que clasi�ca a los pacientes comopositivos o negativos dependiendo de la presencia o ausenciade una característica morfológica en los glóbulos blancos.La variable WBC es una herramienta útil de diagnóstico del pa-ciente, en tanto altos valores de la misma parecen estar asociadosa condiciones más severas de la enfermedad.Con el �n de entender como el comportamiento de las variablesWBC y AG impacta sobre el tiempo de supervivencia, y asimismopoder entender y describir la posible relación funcional entre lasmismas, formulamos un modelo de predicción.65



66 Capítulo 6: EjemplosLos datos fueron ajustados mediante el modelo log-Gamma dadopor
log(yi) = β1WBCi + β2AGi + β3 + ui,donde ui tiene distribución log Γ(α, 1).En la primera y segunda columnas del Cuadro 6.1 se encuentranlos coe�cientes estimados y sus errores estándar (SE) para elMLEy el MM -estimador respectivamente para los datos completos. Enla Figura 6.1 se muestra el QQ-plot de los residuos correspondien-tes a la estimación con el MM -estimador, éste muestra que losresiduos siguen bastante bien el supuesto de una distribución log-Gamma y revela cuatro claros valores extremos. Estos correspondena pacientes con un recuento de células blancas muy alto que sobre-vivieron más de lo esperado. El Cuadro 6.1 asimismo contiene en latercera columna los coe�cientes estimados y errores estándar corres-pondientes al MLE, después de quitar los cuatro valores extremosdetectados mediante la Figura 6.1.
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Figura 6.1: QQ-plot de los MM -residuos.En el Cuadro 6.1, podemos observar la diferencia en los co-



6.1. DATOS DE FEIGL Y ZELEN 67
MLE MM MLEDatos completos Datos Completos 4 casos removidosVariable β̂i SE β̂i SE β̂i SEWBC(/100) -0.0006 0.0004 -0.0051 0.0003 -0.0051 0.0004AG(0-1) -1.10 0.34 -1.81 0.27 -1.57 0.27Intercept 4.23 0.27 4.85 0.22 4.8 0.21

α 0.97 1.60 1.81Cuadro 6.1: Coe�cientes estimados y error estándar.e�cientes estimados al utilizar el MM -estimador propuesto y el
MLE. La diferencia más importante se observa en el valor de β̂1, elcoe�ciente que acompaña a la variableWBC. El Cuadro 6.1 mues-tra que después de la supresión de los cuatro valores atípicos, loscoe�cientes estimados al utilizar el MLE son bastante similares alos obtenidos con el MM -estimador.En segunda instancia, con el �n de estudiar la signi�cación decada una de las covariables presentes se realizaron test individualescon un nivel individual de 5%. En cada caso se testeó H∗

0 : β(i) =
0, 1 ≤ i ≤ 3 y se comparó con el percentil χ2

1, 0.05 =3.841. El Cuadro6.2 muestra el valor del estadístico obtenido en cada caso, mientrasque en el Cuadro 6.3 se hallan las decisiones a las que conducen lostests de tipo Wald clásicos y robustos.
MLE MM MLEDatos completos Datos Completos 4 casos removidos

H∗
0

Di Di Di

WBC(/1000) = 0 2.67 254.7 140.7
AG = 0 18.79 78.8 58.5

Intercept = 0 571.30 1162.3 1211.4Cuadro 6.2: Valor del estadístico de Wald al testear H∗

0 : β(i) = 0, 1 ≤ i ≤ 3.El Cuadro 6.3 muestra que, contrariamente a lo esperado, parael test clásico la variable WBC no es signi�cativa, ya que el testno rechaza la hipótesis nula H∗
0 : β(1) = 0. Por otro lado, el testpropuesto lleva a la conclusión opuesta. Después de la supresiónde los cuatro valores atípicos detectados, el test clásico nos llevan
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MLE MM MLEDatos completos Datos Completos 4 casos removidos

H∗
0

Respuesta Respuesta Respuesta
WBC(/1000) = 0 no rechaza rechaza rechaza

AG = 0 rechaza rechaza rechaza
Intercept = 0 rechaza rechaza rechazaCuadro 6.3: Decisión al testear H∗

0 : β(i) = 0, 1 ≤ i ≤ 3 al 5%.a concluir que esta variable es signi�cativa, arrojando el mismoresultado que el obtenido a partir del test robusto. Esto coincidecon lo esperado por los médicos, quienes intuían que la cantidad deglóbulos blancos es una variable muy importante a considerar en lapredicción del tiempo de supervivencia de los pacientes.6.2. Enfermedades VascularesLas enfermedades vasculares constituyen la principal causa demuerte en Portugal. Usualmente los factores que aumentan el ries-go de sufrir infartos y accidentes cerebro vasculares (ACV) son elhipercolesterol, la hipertensión arterial y el tabaquismo.Hasta hace un tiempo, un nivel de homocisteína elevado en san-gre se consideraba un dato meramente anecdótico, sin embargoestudios cientí�cos recientes han mostrado que incluso los nivelesmoderadamente elevados de homocisteína aumentan el riesgo deenfermedad de las arterias coronarias, cerebrales, periféricas y de lamuerte cardiovascular.La hiperhomocisteinemia, un grupo de enfermedades metabóli-cas que se caracterizan por presentar un nivel elevado del aminoá-cido homocisteína en plasma, se traduce en valores elevados de lahomocisteinemia basal (HBP) y en la homocisteinemia después dela sobrecarga de la metionima oral (HSP).Amaral-Turkman y Silva (2000) presentan un conjunto de datosanalizados en Teles (1995) con los que se realizó una investigacióncon el propósito de averiguar qué variables in�uyen signi�cativa-mente en los valores de la variable HBP. Fueron observados 127



6.2. ENFERMEDADES VASCULARES 69individuos que sufrieron un ataque al corazón o un derrame cere-bral entre los 26 y los 56 años de edad.En este análisis, consideramos para cada individuo, la variablede respuesta HBP y las covariables:Sexo: 0 (femenino), 1 (masculino).Histfa: 0 (sin antecedentes familiares), 1 (con antecedentesfamiliares).Creat: creatinina.Falc: fosfato alcalino.GGT: gamma-glutamil-transpeptidasa.Pad: presión arterial diastólica.Fumar: 0 (no fumador), 1(fumador), 2 (ex fumador).Para representar la covariable Fumar se utilizaron dos covariablesF1 y F2.Los datos fueron ajustados mediante el modelo log-Gamma dadopor
log(yi) = β1Sexoi+β2Histfai+β3Creati+β4Falci+β5GGTi+β6Padi+β7F1i+β8F2i+β9+ui,donde ui tiene distribución log Γ(α, 1).Al igual que en el ejemplo anterior, en la primera y segundacolumna del Cuadro 6.4 se encuentran los coe�cientes estimados ysus errores estándar para el MLE y el MM -estimador respecti-vamete para los datos completos.En la Figura 6.2 se muestra el QQ-plot de los residuos correspon-dientes a la estimación con elMM -estimador, este muestra que losresiduos siguen una distribución log-Gamma y revela 4 valores ex-tremos, 3 outliers importantes y uno moderado. Estos correspondena pacientes que presentan valores elevados de la homocisteinemiabasal (HBP).



70 Capítulo 6: EjemplosEl Cuadro 6.4 contiene en la tercera columma los coe�cientesestimados y los errores estándar correspondientes alMLE, despuésde quitar los cuatro valores extremos detectados mediante la Figura6.2.
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Figura 6.2: QQ-plot de los MM -residuos.
MLE MM MLEDatos completos Datos Completos 4 casos removidosVariable β̂i SE β̂i SE β̂i SESexo 0.2918 0.0716 0.2195 0.0516 0.2026 0.0514Histfa -0.0997 0.0502 -0.0279 0.0362 -0.0161 0.0352Creat 0.1009 0.0249 0.3514 0.0179 0.3695 0.0940Falc 0.0032 0.0007 0.0017 0.0005 0.0017 0.0005GGT -0.0016 0.0006 -0.0011 0.0005 -0.0011 0.0004Pad -0.0055 0.0007 -0.0027 0.0005 -0.0029 0.0005Fumar1 0.2387 0.0711 0.0555 0.0512 0.0685 0.0514Fumar2 -0.0064 0.0555 -0.0168 0.0400 -0.0005 0.0383Intercept 2.2602 0.2502 1.8894 0.1803 1.8734 0.1970

α 12.97 24.36 27.35Cuadro 6.4: Coe�cientes estimados y SE.En segunda instancia, con el �n de estudiar la signi�cación de



6.2. ENFERMEDADES VASCULARES 71cada una de las covariables presentes se realizaron test individualescon un nivel individual de 5%. En cada caso se testeó H∗
0 : β(i) =

0, 1 ≤ i ≤ 9 y se comparó con percentil χ2
1, 0.05 =3.841. El Cuadro6.5 muestra el valor del estadístico obtenido en cada caso, mientrasque en el Cuadro 6.6 se hallan las decisiones a las que conducen lostests de tipo Wald clásicos y robustos.Vale notar que los valores obtenidos mediante elMM -estimadorson bastante parecidos a los obtenidos con el método de máximaverosimilitud una vez que las 4 observaciones atípicas han sido re-movidas. Es más interesante aún comprobar en el Cuadro 6.6 queen los nueve tests individuales siempre que el test clásico basadoen la muestra completa di�ere en su conclusión del correspondien-te test basado en el estadístico robusto, éste último coincide conel test clásico aplicado a la muestra sin los cuatro valores atípi-cos, mostrando una vez más la estabilidad del test robusto frente avalores anormales en la muestra.

MLE MM MLEDatos completos Datos Completos 4 casos removidos
H∗

0
Di Di DiSexo 118.16 126.5 115.70Histfa 9.41 1.39 0.51Creat 36.77 843.92 481.49Falc 124.42 64.34 75.28GGT 14.65 13.51 4.45Pad 385.22 180.58 217.05Fumar1 17 1.73 0.0004Fumar2 0.03 0.40 2.56Intercept 8414.8 11129 11808Cuadro 6.5: Valor del estadístico de Wald al testear H∗

0 : β(i) = 0, 1 ≤ i ≤ 9.
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MLE MM MLEDatos completos Datos Completos 4 casos removidos
H∗

0
Respuesta Respuesta RespuestaSexo rechaza rechaza rechazaHistfa rechaza no rechaza no rechazaCreat rechaza rechaza rechazaFalc rechaza rechaza rechazaGGT rechaza rechaza rechazaPad rechaza rechaza rechazaFumar1 rechaza no rechaza no rechazaFumar2 no rechaza no rechaza no rechazaIntercept rechaza rechaza rechazaCuadro 6.6: Decisión al testear H∗

0 : β(i) = 0, 1 ≤ i ≤ 9 al 5%.
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